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Abstrak—Penyakit jantung merupakan salah satu penyebab kematian tertinggi di dunia, dengan tingkat prevalensi yang terus
meningkat, termasuk di Indonesia. Keterlambatan deteksi dan diagnosis menjadi tantangan utama dalam penanganan penyakit
ini, karena sebagian besar kasus baru teridentifikasi setelah pasien mengalami gejala serius atau serangan jantung. Data medis
yang sering kali mengandung outlier dan noise menambah kompleksitas pengembangan model prediktif yang akurat. Penelitian
ini bertujuan untuk mengembangkan model prediksi penyakit jantung menggunakan kombinasi metode Interquartile Range
(IQR) untuk penanganan outlier dan algoritma Extreme Gradient Boosting (XGBoost) untuk pemodelan prediktif. Metode IQR
diterapkan pada tahap pre-processing untuk mengidentifikasi dan menghilangkan outlier secara robust tanpa mengurangi
integritas data, sementara XGBoost digunakan untuk membangun model prediksi yang efisien melalui pendekatan ensemble
learning. Hasil penelitian menunjukkan peningkatan signifikan pada performa model, dengan akurasi meningkat dari 75.41%
menjadi 89.47% dan AUC-ROC dari 0.8615 menjadi 0.9450. Model menunjukkan kemampuan prediksi yang seimbang dengan
precision 95.24% dan recall 80.00% untuk kasus tidak ada penyakit, serta precision 86.11% dan recall 96.88% untuk kasus ada
penyakit. Model yang dikembangkan memberikan kontribusi dengan meningkatkan kualitas data melalui penanganan outlier
secara robust menggunakan metode IQR, membangun model prediksi yang lebih akurat dengan memanfaatkan keunggulan
algoritma XGBoost dalam pendekatan ensemble learning.

Kata Kunci: Prediksi Penyakit Jantung; Interquartile Range; Extreme Gradient Boosting; XGBoost; Penanganan Outlier

Abstract—Heart disease remains one of the leading causes of death worldwide, with increasing prevalence rates, including in
Indonesia. Delayed detection and diagnosis are the main challenges in treating this disease, as most cases are only identified
after patients experience serious symptoms or heart attacks. Medical data often containing outliers and noise adds to the
complexity of developing accurate predictive models. This study aims to develop a heart disease prediction model using a
combination of the Interquartile Range (IQR) method for outlier handling and the Extreme Gradient Boosting (XGBoost)
algorithm for predictive modeling. The IQR method is applied at the pre-processing stage to identify and eliminate outliers
robustly without reducing data integrity, while XGBoost is used to build an efficient prediction model through an ensemble
learning approach. The results showed significant improvements in model performance, with accuracy increasing from 75.41%
to 89.47% and AUC-ROC from 0.8615 to 0.9450. The model demonstrates balanced predictive capabilities with precision of
95.24% and recall of 80.00% for cases without disease, and precision of 86.11% and recall of 96.88% for cases with disease.
The developed model makes significant contributions by improving data quality through robust outlier handling using the IQR
method, building a more accurate prediction model by leveraging the advantages of the XGBoost algorithm in the ensemble
learning approach.
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1. PENDAHULUAN

Penyakit jantung tetap menjadi salah satu penyebab utama kematian di dunia. Menurut World Health Organization
(WHO), pada tahun 2021, sekitar 20,5 juta orang meninggal akibat penyakit jantung, mencakup 32% dari seluruh
kematian global [1]. Di Indonesia, tren ini juga menunjukkan peningkatan. Data Riset Kesehatan Dasar
(Riskesdas) 2022 mencatat prevalensi penyakit jantung meningkat dari 1,5% pada 2018 menjadi 2,2% pada 2022,
menegaskan pentingnya deteksi dini yang lebih efektif [2]. Mayoritas kasus baru teridentifikasi setelah pasien
mengalami gejala serius atau serangan jantung, sehingga sistem deteksi dini yang cepat dan akurat sangat
diperlukan [3]. Pendekatan konvensional dalam diagnosis penyakit jantung masih bergantung pada pemeriksaan
klinis dan evaluasi manual, yang sering kali terlambat dalam mendeteksi risiko penyakit. Studi dari American
Heart Association menunjukkan bahwa 45% kematian akibat serangan jantung terjadi sebelum pasien mencapai
rumah sakit, menyoroti perlunya sistem deteksi dini berbasis teknologi [4].

Data mining dan machine learning telah digunakan secara luas dalam pengembangan sistem prediksi
penyakit jantung, dengan berbagai algoritma menunjukkan tingkat akurasi yang beragam. Studi yang dilakukan
dengan menggunakan algoritma K-Nearest Neighbors (KNN), khususnya dengan parameter K=5, mencapai
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performa dengan akurasi 64,03%, presisi 64,03%, dan recall 64,58% [5]. Penelitian lain yang
mengimplementasikan algoritma C4.5 menunjukkan peningkatan signifikan dengan akurasi mencapai 79% [6].
Pendekatan Naive Bayes Classifier dalam studi berikutnya, dengan tiga variasi pembagian data, berhasil mencapai
akurasi tertinggi sebesar 83,1% [7]. Eksperimen dengan algoritma Random Forest awalnya menghasilkan akurasi
82,6087%, yang kemudian meningkat menjadi 85,058% setelah dioptimasi menggunakan teknik K-Fold Cross
Validation dan GridSearchCV [8]. Pengembangan model menggunakan Support Vector Machine (SVM) juga
menunjukkan hasil yang menjanjikan dengan akurasi mencapai 85% [9].

Namun, penelitian sebelumnya masih memiliki beberapa keterbatasan, seperti kurangnya penanganan
terhadap outlier dalam data medis serta belum mengintegrasikan teknik boosting untuk meningkatkan akurasi
prediksi. Outlier dan noise dalam data medis menjadi tantangan signifikan bagi akurasi prediksi [10]. Untuk
mengatasi tantangan ini, metode Interquartile Range (IQR) digunakan sebagai teknik pra-pemrosesan untuk
mendeteksi dan menangani outlier, sementara Extreme Gradient Boosting (XGBoost) diterapkan untuk
meningkatkan akurasi model prediksi. Interquartile Range (IQR) hadir sebagai metode statistik yang robust untuk
mendeteksi dan menangani outlier dalam dataset [11]. Metode ini bekerja dengan membagi data menjadi kuartil
dan mengidentifikasi nilai-nilai di luar rentang yang dapat diterima [12]. Pendekatan IQR sangat relevan untuk
mengatasi data outlier karena kemampuannya dalam mempertahankan integritas data sambil menghilangkan nilai-
nilai ekstrem yang dapat menggangu proses analisis [13]. Di sisi lain, Extreme Gradient Boosting (XGBoost) telah
menunjukkan performa yang unggul dalam berbagai tugas Klasifikasi dan prediksi [14]. Algoritma ini
menggunakan pendekatan ensemble learning yang mengkombinasikan multiple decision tree dengan teknik
gradient boosting untuk menghasilkan model yang powerful dan efisien [15]. XGBoost menawarkan sejumlah
keunggulan, termasuk kemampuannya untuk menangani nilai yang hilang (missing values) dengan efisien,
sehingga meminimalkan dampak data yang tidak lengkap [16]. Selain itu, algoritma ini dilengkapi dengan teknik
regularisasi yang efektif untuk mencegah overfitting, memastikan model tetap dapat menggeneralisasi dengan baik
pada data yang tidak terlihat sebelumnya [17]. XGBoost juga mengoptimalkan penggunaan sumber daya
komputasi, dengan cara yang efisien dalam hal memori dan waktu proses, memungkinkan penerapan model dalam
skala besar dengan hasil yang cepat dan akurat [18].

Penelitian ini bertujuan untuk mengembangkan model prediksi penyakit jantung yang mengintegrasikan
metode IQR untuk penanganan outlier dengan algoritma XGBoost untuk pemodelan prediktif. Model ini
berkontribusi dalam meningkatkan kualitas data, menghasilkan prediksi yang lebih akurat, serta membantu tenaga
medis dalam pengambilan keputusan klinis secara lebih efektif. Dengan demikian, model ini dapat diterapkan
dalam sistem kesehatan guna mendukung upaya deteksi dini dan pencegahan penyakit jantung.

2. METODOLOGI PENELITIAN

2.1 Tahapan Penelitian

Tahapan penelitian ini dirancang secara sistematis dan terstruktur untuk memastikan pengembangan model
prediksi penyakit jantung yang optimal [19]. Metode penelitian terdiri dari beberapa tahap terintegrasi dengan
tujuan spesifik untuk mendukung pengembangan model. Pendekatan bertahap ini memungkinkan pemantauan dan
validasi yang ketat pada setiap langkah pengembangan, sehingga menghasilkan model prediksi yang tidak hanya
akurat tetapi juga dapat diandalkan dalam aplikasi praktis. Alur tahapan penelitian disajikan pada Gambar 1.

Pengumupulan Data

NS
Eksplorasi Karakteristik Data

N2

Penyiapan Data dan Eliminasi Outlier Berbasis IQR

S
Membangun Model Prediksi Dengan XGBoost

N2

Evaluasi Model

\Z

Analisis dan Interprestasi Hasil

Gambar 1. Tahapan Penelitian

Gambar 1 menunjukkan alur penelitian secara keseluruhan, sementara rincian setiap langkah dalam
prosedur penelitian dijelaskan lebih detail pada penjabaran berikut:
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1) Pengumupulan Data
Pada tahap pengumpulan data, penelitian ini menggunakan dataset penyakit jantung yang diperoleh dari
platform Kaggle dengan nama "Heart Disease Dataset" [20]. Dataset ini terdiri dari 303 data pasien dengan
13 variabel input dan 1 variabel output. Variabel input meliputi usia (age), jenis kelamin (sex), tipe nyeri dada
(cp), tekanan darah (trtbps), kolesterol (chol), gula darah puasa (fbs), hasil ECG istirahat (restecg), detak
jantung maksimum (thalachh), angina akibat olahraga (exng), depresi ST (oldpeak), slope segmen ST (slp),
jumlah pembuluh darah utama (caa), dan hasil thalassemia (thall). Sedangkan variabel output berupa status
penyakit jantung yang dikategorikan dalam dua kelas: 0 untuk pasien tanpa penyakit jantung dan 1 untuk
pasien dengan penyakit jantung. Dataset memiliki distribusi kelas yang cukup seimbang dengan 165 kasus
positif (54,5%) dan 138 kasus negatif (45,5%).

2) Eksplorasi Karakteristik Data
Tahap eksplorasi karakteristik data melibatkan analisis mendalam terhadap properti dan pola dalam dataset
[21]. Dilakukan analisis statistik deskriptif untuk memahami distribusi setiap variabel, identifikasi nilai-nilai
unik, pemeriksaan korelasi antar variabel, dan visualisasi data untuk memperoleh wawasan awal. Tahap ini
juga mencakup identifikasi potensi outlier, missing values, dan ketidakseimbangan kelas yang mungkin
mempengaruhi performa model. Hasil dari eksplorasi ini akan menentukan strategi preprocessing yang tepat
untuk tahap selanjutnya.

3) Penyiapan Data dan Eliminasi Outlier Berbasis IQR
Tahap ini berfokus pada penyiapan data agar siap digunakan untuk pemodelan, dengan penekanan khusus
pada penanganan outlier menggunakan metode Interquartile Range (IQR). Proses dimulai dengan
pembersihan data dasar seperti penanganan missing values dan standardisasi format data. Selanjutnya, metode
IQR diterapkan untuk mengidentifikasi dan menangani outlier pada setiap fitur numerik. Nilai-nilai yang
berada di luar rentang Q1 - 1.5 IQR hingga Q3 + 1.5 IQR diidentifikasi sebagai outlier dan ditangani sesuai
dengan karakteristik data. Tahap ini juga mencakup normalisasi atau standardisasi fitur numerik dan encoding
fitur kategorikal agar data siap untuk proses pemodelan.

4) Membangun Model Prediksi Dengan XGBoost
Pada tahap ini, dilakukan pengembangan model prediksi menggunakan algoritma XGBoost. Proses dimulai
dengan pembagian dataset menjadi data training dan testing menggunakan stratified sampling untuk menjaga
distribusi kelas. Model XGBoost dikonfigurasi dengan parameter awal dan dilakukan proses training
menggunakan data latih. Tahap ini juga mencakup eksperimen dengan berbagai konfigurasi parameter untuk
menemukan model yang optimal.

5) Evaluasi Model
Tahap evaluasi model melibatkan pengujian komprehensif terhadap performa model yang telah
dikembangkan. Evaluasi dilakukan menggunakan berbagai metrik seperti accuracy, precision, recall, F1-
score, dan ROC-AUC untuk mendapatkan gambaran lengkap tentang kemampuan model. Confusion matrix
dianalisis untuk memahami pola kesalahan prediksi [22]. Validasi silang diterapkan untuk memastikan
konsistensi performa model. Hasil evaluasi ini memberikan pemahaman mendalam tentang kekuatan dan
keterbatasan model yang dikembangkan.

6) Analisis dan Interprestasi Hasil
Tahap akhir penelitian fokus pada analisis mendalam terhadap hasil yang diperoleh dan interpretasinya dalam
konteks prediksi penyakit jantung. Dilakukan analisis terhadap feature importance untuk memahami
kontribusi setiap variabel dalam proses prediksi. Interpretasi hasil mencakup pemahaman tentang kasus-kasus
di mana model berhasil atau gagal dalam melakukan prediksi. Tahap ini juga melibatkan perbandingan
performa model dengan penelitian-penelitian sebelumnya dan pembuatan rekomendasi untuk pengembangan
lebih lanjut. Hasil analisis dan interpretasi ini menjadi dasar untuk penarikan kesimpulan dan penentuan
kontribusi penelitian dalam bidang prediksi penyakit jantung.

2.2 Metode Interquartile Range (IQR)

Interquartile Range (IQR) adalah ukuran variabilitas statistik yang mengukur sebaran data antara kuartil pertama
(Q1) dan kuartil ketiga (Q3) [11]. IQR memberikan gambaran tentang seberapa tersebar data tersebut, khususnya
dengan fokus pada data yang berada di tengah distribusi, mengabaikan data ekstrem atau outlier [13]. Keunggulan
utama IQR adalah kemampuannya mendeteksi outlier secara robust tanpa terpengaruh oleh nilai ekstrem yang
dapat mendistorsi analisis statistik tradisional [23].

Pendekatan IQR berguna untuk mengidentifikasi dan menangani titik data yang secara statistik signifikan
berbeda dari mayoritas dataset. IQR dihitung menggunakan persamaan (1).

IQR = Q3 - Q1 M

di mana Q1 adalah kuartil pertama (persentil ke-25), sedangkan Q3 adalah kuartil ketiga (persentil ke-75).
Untuk mengidentifikasi outlier, digunakan bawah (Lower Fence) dan batas atas (Upper Fence) dengan
persamaan (2) dan persamaan (3).

Lower Fence = Q1 — (1,5 X IQR) 2
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Upper Fence = Q3 + (1,5 X IQR) 3)

Dalam identifikasi outlier, data dianggap menyimpang apabila nilainya berada di luar rentang Lower Fence
dan Upper Fence, dengan menggunakan faktor pengali 1.5 yang secara empiris terbukti efektif dalam mendeteksi
data yang menyimpang pada distribusi mendekati normal.

2.3 Pendekatan Extreme Gradient Boosting (XGBoost)

Extreme Gradient Boosting (XGBoost) adalah algoritma machine learning yang menggunakan prinsip gradient
boosting dengan optimasi lanjutan [24]. Secara prinsip, boosting adalah teknik yang membangun model secara
berurutan, di mana setiap model yang baru berusaha untuk memperbaiki kesalahan yang dibuat oleh model
sebelumnya [25]. XGBoost mengoptimalkan proses boosting dengan beberapa teknik tambahan yang
meningkatkan efisiensi dan akurasi model. XGBoost membangun model secara sekuensial melalui ensemble dari
weak learners (umumnya decision trees) untuk membentuk strong learner.

XGBoost memiliki beberapa keunggulan yang membuatnya menjadi algoritma yang handal dalam tugas
klasifikasi. Algoritma ini dilengkapi dengan kemampuan menangani missing values secara otomatis tanpa
memerlukan pra-pemrosesan khusus, serta memiliki mekanisme pencegahan overfitting melalui teknik regularisasi
yang terintegrasi [17]. Dalam hal kinerja komputasi, XGBoost mengimplementasikan optimasi paralel yang
memungkinkan pemrosesan data lebih cepat dan efisien [18]. Selain itu, algoritma ini menerapkan teknik tree
pruning yang memungkinkan pemangkasan cabang pohon keputusan yang tidak efektif, sehingga menghasilkan
model yang lebih efisien dan optimal dalam penggunaan sumber daya komputasi.

XGBoost membangun model prediksi melalui kombinasi bertahap dari weak learners, yang
direpresentasikan dalam persamaan (4).

Vi = Zefe(xp) (4)

di mana y; menunjuukan prediksi untuk instance i, f, merupakan weak learner ke- t, x; merupakan fitur input, dan
t menunjukkan jumlah total trees

Pada XGBoost, fungsi objektif terdiri dari dua komponen utama. Komponen pertama adalah fungsi loss,
yang digunakan untuk mengevaluasi seberapa baik model memprediksi data latih. Komponen kedua adalah fungsi
regularisasi, yang bertugas mengontrol kompleksitas model guna menghindari overfitting. Formulasi fungsi
objektif XGBoost dirumuskan dalam persamaan (5).

L =210y, 93 + X Q(f) (%)
di manal merupakan fungsi loss, Q menunjukkan fungsi regularisasi, y; adalah nilai actual, dan §; adalah nilai
prediksi.

Fungsi regularisasi pada XGBoost bertujuan untuk mengendalikan kompleksitas model agar terhindar dari
overfitting. Fungsi ini dirumuskan dalam persamaan (6).

Q) = yT + > Allwll? (6)

di mana Q(f) merupakan fungsi regularisasi untuk pohon keputusan f, y menunjukkan kompleksitas tree, T
menunjukkan jumlah leaf, A merupakan parameter regularisasi, dan w merupakan leaf weights.

3. HASIL DAN PEMBAHASAN

Untuk mengembangkan model prediksi penyakit jantung, langkah pertama adalah mempersiapkan dataset yang
digunakan untuk proses pelatihan dan pengujian. Penelitian ini menggunakan Heart Disease Dataset dari platform
Kaggle yang berisi data klinis 303 pasien dengan 14 variabel untuk memprediksi kemungkinan terjadinya penyakit
jantung [20]. Dataset ini mencakup berbagai parameter medis yang relevan untuk analisis risiko penyakit jantung.
Tahap berikutnya adalah eksplorasi karakteristik data untuk memperoleh pemahaman mendalam tentang pola dan
hubungan antar variabel. Hasil visualisasi dari distribusi dan hubungan berbagai variabel tersaji pada Gambar 2.

Gambar 2. Visualisasi Distribusi dan Hubungan Variabel Dengan Status Penyakit Jantung
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Visualisasi hasil eksplorasi data ditunjukkan pada Gambar 2, yang mengungkapkan beberapa karakteristik
penting dataset. Distribusi status penyakit menunjukkan 54.5% pasien memiliki penyakit jantung dan 45.5% tidak
memiliki penyakit jantung, hal ini mengindikasikan dataset yang cukup seimbang sehingga mengurangi risiko bias
dalam pengembangan model. Analisis distribusi usia mengidentifikasi kelompok usia 55-64 tahun sebagai
kelompok dengan frekuensi tertinggi dan dominasi kasus positif penyakit jantung, menunjukkan rentang usia kritis
untuk pemantauan kesehatan jantung. Dari aspek gender, terdapat ketidakseimbangan yang signifikan dengan
dominasi pasien laki-laki (68.3%) dibanding perempuan (31.7%), mengindikasikan potensi faktor risiko yang
berbeda antar gender. Visualisasi hubungan tekanan darah dengan kolesterol mengungkapkan adanya outlier
signifikan, terutama pada nilai kolesterol di atas 400 mg/dl, yang memerlukan penanganan khusus dalam tahap
preprocessing data. Distribusi tipe nyeri dada menunjukkan variasi gejala dalam empat kategori dengan tipe 0
sebagai manifestasi yang paling umum. Scatter plot usia terhadap detak jantung maksimum memperlihatkan tren
penurunan kapasitas jantung seiring pertambahan usia. Pola-pola data ini dapat menjadi dasar untuk strategi
preprocessing dan pemilihan fitur yang tepat dalam pengembangan model prediksi penyakit jantung.

Selanjutnya dilakukan eksplorasi data untuk menganalisis korelasi antar variabel numerik, hal ini penting
untuk memahami keterkaitan antara berbagai parameter medis dan mengidentifikasi potensi multikolinearitas
dalam dataset yang dapat mempengaruhi performa model prediksi. Hasil visualisasi dalam bentuk heatmap
mengenai korelasi antar variabel pada dataset ini ditampilkan pada Gambar 3.
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Gambar 3. Visualisasi Korelasi Antar VVariabel Numerik

Heatmap pada Gambar 3 mengungkapkan korelasi terkuat terdapat antara usia dan detak jantung
maksimum dengan nilai -0.40, mengindikasikan hubungan negatif yang signifikan. Detak jantung maksimum juga
menunjukkan korelasi negatif dengan depresi ST sebesar -0.34. Tekanan darah memiliki korelasi positif moderat
dengan usia (0.28), sementara kolesterol menunjukkan korelasi yang relatif lemah dengan variabel lainnya. Pola
korelasi ini memberikan wawasan penting untuk pemilihan fitur dan pengembangan model prediksi penyakit
jantung yang lebih akurat.

Berikutnya dilakukan eksplorasi data untuk mengidentifikasi dan menganalisis outlier pada dataset, hal ini
penting untuk memahami kualitas data dan menentukan strategi preprocessing yang tepat karena outlier dapat
mempengaruhi performa model prediksi. Hasil visualisasi dalam bentuk boxplot yang menunjukkan distribusi data
dan keberadaan outlier pada lima variabel numerik dapat dilihat pada Gambar 4.
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Gambar 4. Boxplot Distribusi Data dan Keberadaan Outlier Pada Varibel Numerik

Visualisasi boxplot pada Gambar 4 menunjukkan distribusi dan outlier pada lima variabel numerik dalam
dataset. Variabel kolesterol (chol) memiliki outlier paling signifikan dengan beberapa titik di atas 400 mg/dl, jauh
di atas batas atas normal. Pada variabel tekanan darah (trtbps), terlihat beberapa outlier di atas 180 mmHg. Variabel
thalachh (detak jantung maksimum) menunjukkan satu outlier di bawah 80 bpm. Variabel depresi ST (oldpeak)
memiliki beberapa outlier di atas 4.0. Sementara variabel usia (age) menunjukkan distribusi yang relatif normal
dengan rentang 29-77 tahun tanpa outlier yang signifikan. Visualisasi ini mengindikasikan perlunya penanganan
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outlier, terutama pada variabel kolesterol dan tekanan darah, sebelum melakukan pemodelan. Untuk
menghilangkan outlier digunakan teknik Interquartile Range (IQR). IQR bekerja dengan menghitung rentang
antara kuartil pertama (Q1) dan kuartil ketiga (Q3), kemudian menentukan batas atas dan bawah menggunakan
formula: batas bawah = Q1 - 1.5 x IQR dan batas atas = Q3 + 1.5 x IQR. Data yang berada di luar rentang tersebut
dianggap sebagai outlier dan dihapus dari dataset. Hasil boxplot setelah penerapan IQR tersaji pada Gambar 5.

Boxplot age Boxplot trtbps Boxplot chol Boxplot thalachh Boxplot oldpeak
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Gambar 5. Boxplot Distribusi Data Setelah Menggunakan Teknik Interquartile Range (IQR)

Visualisasi pada Gambar 5 merupakan boxplot penerapan IQR yang menunjukkan distribusi data yang lebih
seimbang dan terpusat tanpa adanya outlier. Variabel kolesterol (chol) yang sebelumnya memiliki outlier ekstrem
di atas 400 mg/dl kini memiliki rentang nilai yang lebih normal antara 150-350 mg/dl. Tekanan darah (trtbps) juga
menunjukkan distribusi yang lebih baik dengan rentang 95-170 mmHg. Detak jantung maksimum (thalachh) dan
depresi ST (oldpeak) menunjukkan rentang nilai yang lebih teratur tanpa adanya nilai ekstrem. Variabel usia (age)
tetap menunjukkan distribusi yang relatif sama karena sebelumnya memang tidak memiliki outlier yang signifikan.
Penanganan outlier ini mengurangi jumlah data dari 303 menjadi 235 instances, namun menghasilkan dataset yang
lebih representatif dan sesuai untuk pemodelan.

Langkah selanjutnya adalah membangun model prediksi menggunakan XGBoost, dimulai dengan membagi
dataset menjadi data pelatihan dan pengujian dengan rasio 80:20. Pembagian ini dilakukan menggunakan fungsi
‘train_test_split’, di mana parameter stratify digunakan untuk menjaga keseimbangan distribusi kelas. Model
XGBoost diinisialisasi dengan parameter ‘use label encoder=False’ untuk menghindari warning terkait label
encoding, eval_metric="logloss' untuk metrik evaluasi, dan random_state=42 untuk reproducibility. Setelah
inisialisasi, model dilatih menggunakan metode fit() dengan data training. Model kemudian melakukan prediksi
pada data testing menggunakan predict() untuk kelas output dan predict_proba() untuk probabilitas prediksi.
Selanjutnya model yang telah dibangun diuji menggunakan data testing untuk mengukur kemampuannya dalam
melakukan prediksi penyakit jantung. Performa model divisualisasikan menggunakan confusion matrix, yang
menggambarkan jumlah prediksi yang benar dan salah. Visualisasi ini ditampilkan pada Gambar 6.
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Gambar 6. Confusion Matrix Model Prediksi Yang Dikembangkan

Gambar 6 menampilkan confusion matrix yang menunjukkan performa model yang dikembangkan dalam
memprediksi penyakit jantung. Dari 57 total kasus, model berhasil memprediksi dengan benar 51 kasus (20 kasus
tidak ada penyakit dan 31 kasus ada penyakit), sementara 6 kasus diprediksi salah (5 false positive dan 1 false
negative). Berdasarkan hasil confusion matrix ini, dilakukan perhitungan metrik evaluasi model yang meliputi
precision, recall, F1-score, dan accuracy. Hasil perhitungan metrik evaluasi tersebut ditampilkan pada Tabel 1.

Tabel 1. Hasil Evaluasi Model

Kelas Precision Recall F1-Score Accuracy
Tidak Ada Penyakit ~ 0.9524  0.8000 0.8696 0.8947
Ada Penyakit 0.8611 0.9688 0.9118 '
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Tabel 1 menunjukkan hasil evaluasi performa model yang baik dengan akurasi keseluruhan 89.47%. Model
lebih akurat dalam mendeteksi pasien dengan penyakit jantung (precision 86.11%, recall 96.88%) dibanding tanpa
penyakit jantung (precision 95.24%, recall 80.00%). F1-score yang tinggi untuk kedua kelas (86.96% dan 91.18%)
mengindikasikan keseimbangan yang baik antara precision dan recall. Tingginya recall untuk kelas penyakit
jantung (96.88%) menunjukkan model sangat efektif dalam mengidentifikasi kasus positif, yang kritis untuk
diagnosis medis. Selanjutnya model juga dievaluasi menggunakan ROC Curve, agar dapat mengukur kemampuan
model dalam membedakan antara kelas dengan menunjukkan hubungan antara True Positive Rate (TPR) dan False
Positive Rate (FPR) pada berbagai threshold. Hasil ROC Curve disajikan pada Gambar 7.
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Gambar 6. ROC Curve Model Prediksi Yang Dikembangkan

Gambar 6 menunjukkan performa model yang sangat baik dengan nilai AUC 0.9450. Kurva biru yang jauh
di atas garis merah putus-putus (baseline) mengindikasikan kemampuan model yang kuat dalam membedakan
kelas positif dan negatif. Kenaikan tajam di awal kurva menunjukkan model dapat mencapai true positive rate
yang tinggi dengan false positive rate yang rendah. Hal ini menegaskan bahwa model dengan penanganan outlier
menggunakan IQR dan XGBoost memiliki kemampuan diskriminasi yang sangat baik dalam memprediksi
penyakit jantung.

Untuk menganalisis pengaruh penerapan metode IQR terhadap performa model XGBoost, dilakukan
perbandingan akurasi dan nilai AUC-ROC antara model tanpa IQR dan model dengan IQR. Hasil perbandingan
ini disajikan dalam Tabel 2.

Tabel 2. Perbandingan Performa Model XGBoost dengan dan Tanpa Penanganan Outlier

Kelas Accuracy AUC-ROC
XGBoost 0,7541 0,8615
IQR + XGBoost  0,8947 0,9450

Hasil perbandingan menunjukkan peningkatan performa yang signifikan setelah penerapan IQR untuk
penanganan outlier. Model XGBoost dengan IQR mencapai akurasi 89.47% dan AUC-ROC 0.9450, meningkat
dari model tanpa IQR yang hanya mencapai akurasi 75.41% dan AUC-ROC 0.8615. Peningkatan sekitar 14,06%
pada akurasi dan 8,35% pada AUC-ROC mengindikasikan bahwa penanganan outlier menggunakan IQR efektif
dalam meningkatkan kemampuan model untuk memprediksi penyakit jantung dengan lebih akurat dan reliabel.

Berdasarkan seluruh hasil evaluasi, kombinasi Interquartile Range (IQR) dan Extreme Gradient Boosting
(XGBoost) menunjukkan efektivitas yang signifikan dalam pengembangan model prediksi penyakit jantung.
Model menunjukkan performa yang seimbang untuk kedua kelas dengan nilai precision dan recall yang tinggi,
serta nilai AUC-ROC 0.9450 yang mengindikasikan kemampuan diskriminasi yang sangat baik. IQR efektif dalam
menangani outlier karena sifathya yang robust dan tidak terpengaruh oleh nilai ekstrem, memungkinkan
pembersihan data yang lebih akurat dengan mempertahankan pola data yang sebenarnya. Metode ini berhasil
mengidentifikasi dan menghilangkan noise dalam data medis yang dapat menggangu proses pembelajaran model.
Di sisi lain, XGBoost unggul karena kemampuannya dalam menangani data yang kompleks melalui pendekatan
ensemble learning yang mengkombinasikan multiple decision tree. Algoritma ini memiliki mekanisme regularisasi
built-in untuk mencegah overfitting, kemampuan menangani missing values, dan optimasi gradient boosting yang
efisien. Kombinasi kedua metode ini menciptakan pipeline yang kuat dimana data yang telah dibersihkan dari
outlier memungkinkan XGBoost untuk lebih efektif dalam mempelajari pola yang sebenarnya dalam data,
menghasilkan model prediksi yang lebih akurat dan reliable.

Namun, terdapat beberapa aspek yang masih perlu ditingkatkan, seperti recall untuk kasus negatif (0.8000)
yang masih lebih rendah dibanding kasus positif (0.9688), serta berkurangnya jumlah data training setelah
penghapusan outlier. Untuk pengembangan lebih lanjut, beberapa rekomendasi yang dapat dilakukan meliputi
implementasi teknik augmentasi data untuk meningkatkan jumlah sampel, eksplorasi metode penanganan outlier
alternatif seperti winsorization yang tidak mengurangi jumlah data, penerapan cross-validation untuk validasi
model yang lebih komprehensif, serta optimasi hyperparameter XGBoost untuk meningkatkan performa model.
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4. KESIMPULAN

Penelitian ini telah berhasil mengembangkan model prediksi penyakit jantung menggunakan kombinasi
Interquartile Range (IQR) dan Extreme Gradient Boosting (XGBoost) dengan hasil yang sangat baik. Integrasi
penggunaan IQR untuk penanganan outlier dan model prediksi dengan XGBoost terbukti efektif dalam
meningkatkan kualitas data, yang ditunjukkan dengan peningkatan performa model dari akurasi 75.41% menjadi
89.47% (meningkat 14.06%) dan AUC-ROC dari 0.8615 menjadi 0.9450 (meningkat 8.35%). Model menunjukkan
kemampuan prediksi yang seimbang untuk kedua kelas, dengan precision 95.24% dan recall 80.00% untuk kasus
tidak ada penyakit, serta precision 86.11% dan recall 96.88% untuk kasus ada penyakit. Tingginya nilai AUC-
ROC (0.9450) mengindikasikan kemampuan diskriminasi yang sangat baik dalam membedakan antara pasien
dengan dan tanpa penyakit jantung. Performa ini dikarenakan IQR memiliki kemampuan dalam mendeteksi dan
menangani outlier secara robust tanpa terpengaruh nilai ekstrem, sementara XGBoost dapat mengoptimalkan
pembelajaran dari data yang telah dibersihkan melalui mekanisme ensemble learning dan regularisasi yang efektif.
Meskipun demikian, untuk penelitian kedepan perlu mempertimbangkan beberapa aspek, diantaranya karena IQR
melakukan penghapusan outlier sehingga berkurangnya jumlah data training, untuk itu dapat mempertimbangkan
implementasi teknik augmentasi data untuk meningkatkan jumlah sampel, eksplorasi metode penanganan outlier
alternatif seperti winsorization yang tidak mengurangi jumlah data, penerapan cross-validation untuk validasi
model yang lebih komprehensif, serta optimasi hyperparameter XGBoost untuk meningkatkan performa model
lebih lanjut.
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