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Abstrak—Penyakit jantung merupakan salah satu penyakit mematikan di dunia, dimana terdapat gangguan fungsi jantung dan
pembuluh darah yang menyebabkan nyeri dada, detak jantung tidak teratur, dan kesulitan bernafas. Menurut data World Health
Organization (WHO) terdapat 17,9 juta kematian setiap tahunnya akibat penyakit jantung. Kesulitan dalam melakukan
klasifikasi penyakit jantung secara akurat dan cepat menjadi suatu permasalahan yang signifikan. Dari permasalahan tersebut,
peneliti melakukan penelitian data mining menggunakan algoritma KNN untuk mengklasifikasikan resiko penyakit jantung
dengan mengambil data dari website resmi kaggle. Dalam penelitian ini terdapat 4 tahap yaitu pengumpulan data, pembentukan
model, evaluasi mode, dan interface prediksi. Dengan menggunakan algoritma KNN hasil analisis didapatkan akurasi 83%,
presisi 0,88, recall 0,77 dan fl-score 0,82. Dengan hasil data evaluasi model tersebut menunjukkan bahwa klasifikasi risiko
penyakit jantung menggunakan algoritma KNN memiliki performa yang cukup baik. Hasil dari pemodelan tersebut kemudian
disajikan dalam bentuk website dengan melakukan deployment model.

Kata Kunci: Data Mining; K-Nearest Neighbor; Klasifikasi Risiko; Model Evaluasi; Penyakit Jantung

Abstract—Heart disease is one of the deadliest diseases in the world, where there is a disruption in the function of the heart and
blood vessels that causes chest pain, irregular heartbeat, and difficulty breathing. According to data from the World Health
Organization (WHO), there are 17.9 million deaths each year due to heart disease. The difficulty in classifying heart disease
accurately and quickly is a significant problem. From this problem, researchers conducted data mining research using the KNN
algorithm to classify the risk of heart disease by taking data from the official Kaggle website. In this study, there are 4 stages,
namely data collection, model formation, mode evaluation, and prediction interface. By using the KNN algorithm, the analysis
results obtained an accuracy of 83%, precision 0.88, recall 0.77 and fl1-score 0.82. With the results of the model evaluation
data, it shows that the classification of heart disease risk using the KNN algorithm has quite good performance. The results of
the modeling are then presented in the form of a website by deploying the model.
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1. PENDAHULUAN

Penyakit jantung merupakan kondisi dimana terjadi sebuah kelainan atau gangguan pada fungsi jantung dan
pembuluh darah. Gangguan yang menyebabkan nyeri dada, rasa tertekan, detak jantung tidak teratur, kesulitan
bernafas, serta bengkak pada kaki dan perut. Penyebab dari terjadinya penyakit jantung bermacam-macam
diantaranya stres, kurang beraktivitas, pola makan yang buruk, obesitas, hipertensi, merokok, riwayat keluarga
hingga umur seseorang. Gejala penyakit jantung yang dirasakan dapat berbeda-beda, salah satu gejalanya adalah
bengkak pada kaki dan perut serta sesak nafas[1].

Menurut data dari World Health Organization (WHO), penyakit jantung adalah salah satu penyebab
kematian nomor satu secara global sebanyak 17,9 juta kematian setiap tahunnya. Di Indonesia, penyakit jantung
juga menjadi penyebab kematian utama dibuktikan dengan angka kematian yang terus meningkat setiap tahunnya.
Kemenkes Rl menyatakan pada tahun 2023 angka kematian akibat penyakit jantung mencapai angka 650.000
penduduk pertahun[2].

Masalah utama dalam penanganan penyakit jantung adalah sulitnya melakukan klasifikasi risiko dengan
cepat dan akurat. Pada saat ini diagnosis masih dilakukan secara manual bergantung pada gejala, riwayat medis,
serta faktor lain seperti usia dan jenis kelamin, belum terdapat metode yang tepat dan efektif untuk melakukan
identifikasi secara otomatis. Sangat penting dilakukan klasifikasi risiko untuk memastikan penanganan yang
maksimal dan mencegah komplikasi berkelanjutan. klasifikasi dilakukan dengan memanfaatkan teknik Data
Mining. Data mining merupakan proses pengolahan data yang dilakukan dengan mengekstrak informasi pada
sebuah data. Tujuan dari dilakukannya data mining adalah sebagai sarana untuk menjelaskan, konfirmasi, dan
eksplorasi data[3]. Terdapat beberapa metode algoritma klasifikasi dalam data mining, diantaranya Decision Tree,
Bayesian Classification, Neural Network, K-Nearest Neighbor (KNN) dan Support Vector Machine ( SVM ).

Terdapat beberapa penelitian terkait klasifikasi menggunakan teknik data mining. Pada penelitian yang
dilakukan oleh Uktupi Nijunnihayah dkk. (2024) membahas tentang implementasi algoritma KNN untuk
memprediksi penjualan alat Kesehatan[4]. Dengan mengidentifikasi tantangan yang dihadapi perusahaan seperti
kurangnya stok dan penumpukan barang penelitian ini dapat menganalisis data penjualan yang digunakan untuk
memahami kebutuhan alat kesehatan pelanggan. Metode KNN dalam penelitian ini digunakan untuk melakukan
prediksi penjualan dengan membagi 3 kriteria diantaranya paling laris, laris dan tidak laris. Data informasi
penjualan yang digunakan dalam merupakan data penjualan tahun 2020 hingga 2022. Dengan menerapkan

Copyright © 2024 The Author, Page 417
This Journal is licensed under a Creative Commons Attribution 4.0 International License


https://ejurnal.seminar-id.com/index.php/josh/
https://creativecommons.org/licenses/by/4.0/

z====== Journal of Information System Research (JOSH)
Volume 6, No. 1, Oktober 2024, pp 417-425
ISSN 2686-228X (media online)
https://ejurnal.seminar-id.com/index.php/josh/
e — DOI 10.47065/josh.v6i1.6038

algoritma KNN dalam melakukan prediksi, perusahaan dapat melakukan pengelolaan barang secara efisien dan
dapat terhindar dari kekurangan stok barang yang tidak diinginkan. Dengan hasil akurasi penelitian sebesar 95%
menunjukkan bahwa metode yang diimplementasikan dapat menjadi acuan dalam perencanaan penjualan yang
baik dimasa yang akan datang. Penelitian ini memiliki kelemahan yang terkait dengan data penelitian. Penelitian
yang dilakukan oleh Uktupi Nijunnihayah dkk. (2024) kurang dalam memberikan Informasi proses pengumpulan
data, metode pembersihan data serta parameter algoritma K-Nearest Neighbor (KNN) dan tidak terdapat informasi
mengenai validitas dan reliabilitas data yang digunakan[4].

Penelitian yang dilakukan oleh Rismala dkk. (2023) membahas tentang bagaimana penerapan metode K-
nearest Neighbor (KNN) untuk memprediksi tentang penjualan sepeda motor yang terlaris [5]. Tujuan
dilakukannya penelitian ini adalah mengatasi peningkatan penjualan sepeda motor pada perusahaan setiap
bulannya, menjadikan penting untuk mengetahui jenis sepeda motor apa yang paling diminati oleh konsumen.
Perusahaan melakukan prediksi penjualan untuk membedakan antara sepeda motor yang laris dan tidak laris
dengan teknik data mining. Data mining digunakan dalam mengumpulkan dan menganalisa data penjualan dengan
memahami preferensi konsumen dengan semakin meningkatnya penggunaan sepeda motor sebagai alat
transportasi. Hasil dari penelitian yang dilakukan oleh Rismala dkk. (2023) memiliki akurasi sebesar 96,15%
dengan menggunakan nilai k = 5. Hasil akurasi tersebut menunjukkan bahwa metode atau model yang
diimplementasikan dapat membantu dalam mengambil keputusan strategi pemasaran dan menjadi solusi dalam
memprediksi penjualan sepeda motor. Terdapat kelemahan dalam penelitian yang dilakukan oleh Rismala dkk.
(2023) diantaranya tidak terdapat batasan data yang digunakan, informasi terkait metode penelitian tidak rinci dan
variable yang digunakan tidak diinformasikan secara jelas [5].

Penelitian yang dilakukan oleh Maulana Fansyuri (2020) membahas tentang analisis algoritma klasifikasi
KNN dalam menghitung akurasi kepuasan pelanggan pada PT. Tirgatra Komunikatama [6]. Metode dalam
penelitian ini adalah metode data mining dengan algoritma KNN. penelitian dengan menggunakan data primer
yang diperoleh dari hasil kuesioner dan data sekunder yang diperoleh dari observasi lapangan. Dengan
membandingkan penelitian-penelitian sebelumnya terkait penggunaan metode tersebut yang memiliki hasil
akurasi prediksi maksimal. Dan dengan menggunakan data yang seimbang, penelitian [6], dilakukan untuk
mengetahui tingkat akurasi kepuasan pelanggan pada PT. Trigatra Komunikatama. Penelitian yang dilakukan
Maulana Fansyuri (2020) memberi acuan perusahaan dalam meningkatkan performa layanan. Hasil akurasi
83.33% menunjukkan bahwa metode ini terbukti efektif dan akurat dalam mengklasifikasi kepuasan pelanggan.
Informasi yang didapatkan dari penelitian tersebut dapat digunakan perusahaan untuk meningkatkan tingkat
kepuasan pelanggan atau konsumen dengan memahami faktor-faktor yang memiliki kontribusi akan kepuasan
pelanggan.

Dengan didasarkan penelitian yang telah dilakukan, klasifikasi data mining penting dilakukan untuk
mengetahui pola data untuk diambil menjadi sebuah Keputusan. Untuk meningkatkan pengembangan metode
klasifikasi dan prediksi risiko penyakit jantung pada penelitian ini digunakan algoritma K-Nearest Neighbor
(KNN). Algoritma KNN merupakan metode pembelajaran mesin yang digunakan untuk klasifikasi data dengan
berdasarkan pada kemiripan data baru dengan data latih [7]. Pada penelitian sebelumya fokus utamanya adalah
pada prediksi penjualan atau kepuasan pelanggan, penelitian ini dilakuakn dengan tujuan untuk menerapkan
algoritma KNN untuk mengklasifikasi data pasien berdasarkan gejala dan faktor resiko lain seperti umur dan jenis
kelamin, sehingga memungkinkan prediksi seseorang terkena penyakit jantung atau tidak. Selain untuk melakukan
klasifikasi risiko penelitian ini juga memiliki tujuan untuk mengimplementasikan model prediksi penyakit jantung
ke dalam sistem perangkat lunak melalui proses deployment model. Dengan demikian, hasil prediksi dapat
diintegrasikan ke dalam sistem Klinis yang membantu dalam melakukan diagnosis dan memberikan perawatan
yang tepat[8].

2. METODOLOGI PENELITIAN

Pada penelitian ini terdapat empat proses atau tahapan yang dilakukan secara berurutan diantaranya yaitu
pengumpulan dataset, pembentukan model, evaluasi mode, dan interface prediksi. Tahapan proses tersebut dapat
dilihat pada Gambar 1,. Setiap jalannya alur proses sangat penting untuk dilakukan. Detail penjelasan masing-
masing proses akan dijabarkan pada bab ini.

Alur Penelitian

Pengumpulan
Dataset

Gambar 1. Alur Metodologi Penelitian
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2.1 Pengumpulan Dataset

Tahap awal dalam penelitian ini adalah pengumpulan data, yang akan menjadi dasar untuk dilakukannya analisis
dan hasil. Pada penelitian ini data yang digunakan adalah data Heart Disesase Dataset dari platform kaggle, website
pengumpulan data sebagai bahan pembelajaran (https://www.kaggle.com/datasets/johnsmith88/heart-disease-
dataset). Didalam dataset tersebut terdapat 1025 data record dan 14 atribut[9].

2.2 Pembentukan Model

Setelah melakukan tahap awal dan data berhasil diperoleh dari website kaggle, tahap berikutnya adalah
pembentukan model / penerapan model. Dalam pembentukan model dilakukan juga preprocessing. Preprocessing
merupakan Langkah analisis data dan pembelajaran yang melibatkan pembersihan dan persiapan data mentah
untuk menghilangkan inkonsistensi, data tidak lengkap dan redudansi data awal[10]. Langkah ini memastikan
bahwa data yang akan dianalisis memiliki kualitas yang optimal, yang secara keseluruhan dapat mempengaruhi
performa model. Tujuan dari preprocessing ini adalah untuk memastikan bahwa data mentah dapat diolah menjadi
data yang matang dan siap digunakan[10][11].

Model yang digunakan dalam penelitian ini adalah algoritma K-Nearest Neighbor (KNN). K-Nearest
Neighbor (KNN) merupakan salah satu metode algoritma dalam machine learning yang digunakan untuk
mengklasifikasikan data berdasarkan kedekatan dengan tetangga terdekat dalam data pelatihan[4]. Dalam
algoritma KNN Kklasifikasi ketetanggaan digunakan sebagai nilai prediksi[6]. Konsep dasar dari algoritma ini
adalah dengan mencari jarak terdekat antar data satu dengan K tetangga terdekatnya dalam data pelatihan[7][15].
Dimana jumlah kelas yang paling banyak dengan dengan jarak terdekat akan menjadi kelas Dimana data tersebut
berada[12]. Pembentukan model dilakukan agar dapat membedakan kelas dalam dataset mentah. Dibutuhkan dua
jenis data yaitu data training dan data testing yang berasal dari hasil preprocessing[13][14]. Dalam pembentukan
model data training dan data testing dibutuhkan dalam proses klasifikasi dengan algoritma KNN.

2.3 Evaluasi Model

Tahap setelah pembentukan model yaitu evaluasi model. evaluasi model dilakukan dengan tujuan untuk melihat
keseluruhan model dan meninjau model serta memastikan model berjalan dengan baik hingga mencapai tujuan
yang telah ditentukan. Evaluasi pada penelitian ini dilakukan dengan memperhatikan Confusion Matrix untuk
mengetahui sejauh mana klasifikasi dapat memprediksi data kelas[7][10].

Tabel 1. Tabel Classifier

__C ¢C2
C TP FN
C FP_TN

Tabel 1 merupakan istilah yang digunakan untuk menganalisis kemampuan classifier. Tabel tersebut berisi
True Positive (TP), True Negative (TN), False Negative (FN) dan False Positive (FP). Penilaian kinerja didasarkan
pada perhitungan rata-rata kinerja seperti berikut [7] :
a. Akurasi : sebuah matrik yang menunjukkan persentase prediksi positif dan benar secara keseluruhan. Nilai
akurasi yang tinggi menunjukkan bahwa model secara keseluruhan memiliki kemampuan memprediksi data
dengan baik[7]. Rumus akurasi adalah pada rumus 1.

TP+TN

Akurasi = ——7—
TP +TN +FP +FN

x 100% 1)

b. Presisi : sebuah matrik yang memberitahukan proporsi prediksi yang sebenarnya positif dan hanya fokus
terhadap hal-hal positif. Nilai presisi yang tinggi dengan hasil prediksi yang positif menunjukkan bahwa model

harus berhati-hati[7]. Rumus presisi adalah pada rumus 2.
Presisi = 2

TP +FP

¢. Recall : sebuah matrik yang melihat sisi positif melalui sudut pandang yang berbeda hingga diketahui proporsi
kasus positif aktual yang diidentifikasi dengan benar. Nilai recall yang tinggi menunjukkan model efektif
dalam menjaring kasus positif dan menghindari hilangnya titik data positif yang seharusnya[7]. Rumus recall
adalah rumus 3.

Recall = —= A3)

TP +FN

d. F1-Score : sebuah matrik yang memberikan rata-rata keseimbangan antara presisi dan recall. Skor F! yang
tinggi menunjukkan model memberikan keseimbangan yang baik antara mengidentifikasi dan memprediksi
data positif dengan benar[7]. Rumus F1-Score adalah rumus 4.

Presisi xRecall
F1-Score =2 g “)
Presisi +Recall
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2.4 Interface Prediksi

Tahap terakhir dalam penelitian ini adalah interface prediksi. Deployment model tahapan terakhir dan tahapan
paling menantang pada Machine Learning. Deployment merupakan proses pembuatan model pada lingkungan
produksi, yang ditujukan agar dapat memberikan prediksi ke sistem perangkat lunak. Deployment penting untuk
dilakukan untuk mengekstraksi prediksi handal dan memaksimalkan nilai model machine learning yang telah
dibuat[8]. Deployment model ini bertujuan untuk mengetahui bagaimana sajian model yang telah dibuat agar dapat
digunakan oleh orang-orang sekitar serta memanfaatkan teknologi yang ada[10].

3. HASIL DAN PEMBAHASAN

Adapun hasil dan pembahasan berdasarkan metode penelitian yang telah dicantumkan di atas penelitian klasifikasi
risiko penyakit jantung dengan algoritma KNN memiliki beberapa hasil.

3.1 Pengumpulan Dataset

Tahap ini merupakan tahap pertama dalam penelitian ini. Heart Disease Datasete merupakan kumpulan data
penyakit jantung yang diupload oleh johnsmith88 melalui website kaggle
https://www.kaggle.com/datasets/johnsmith88/heart-disease-dataset. Pada Gambar 2, merupakan sajian dataset
yang berjumlah 1025 data dengan 14 atribut diantaranya usia, jenis kelamin, tipe nyeri dada, tekanan darah,
kolesterol, gula darah puasa, hasil elektrokardiografi, denyut jantung, angina olahraga, oldpeak, kemiringan
segment, jumlah pembuluh darah utama, thal (0 = normal, 1 = cacat tetap, 2 = cacat yang dapat diperbaiki), dan
kelas terget (0 = tidak ada penyakit jantung, 1 = ada penyakit jantung).

age sex cp trestbps chol fbs restecg thalach exang oldpeak slope ca thal target

0 52 1 0 125 212 0 1 168 0 1.0 2 2 3 0
1 53 17 0 140 203 1 0 155 1 3.1 0 0 3 0
2 70 1 0 145 174 0 1 125 1 26 0 0 3 0
3 61 17 0 148 203 0 1 161 0 0.0 2 1 3 0
4 62 0 0 138 204 1 1 106 0 1.9 1 3 2 0
1020 59 1 1 140 221 0 1 164 1 0.0 2 0 2 1
1021 60 1 0 1256 258 0 0 141 1 2.8 1 1 3 0
1022 47 1 0 110 275 0 0 118 1 1.0 1 1 2 0
1023 50 0 0 110 254 0 0 159 0 0.0 2 0 2 1
1024 54 1 0 120 188 0 1 113 0 14 1 1 3 0

1025 rows x 14 columns

Gambar 2. Dataset Penyakit jantung
3.2 Pembentukan Model

Setelah tahap pengumpulan data, tahap selanjutnya adalah pembentukan model. pembentukan model pada
penelitian ini melalui beberapa tahap diantaranya preprocessing (pemisahan kolom target, pembagian data latih
dan data uji, penyeimbangan data), penskalaan fitur, membuat model, melatih model, dan memprediksi label.

# pemisahan kolom target dalam dataset
X = data.drop( ' target', axis=1)
y = data[ "target']

Gambar 3. Syntax Pemisahan Kolom

Pada Gambar 3, terdapat kode atau syntax preprocessing data, preprocessing data tersebut dilakukan untuk
memisahkan semua fitur (variabel dependen ) dalam data. X mengambil semua kolom kecuali target untuk
digunkan sebagai fitur inputan. Y mengambil kolom target untuk digunakan sebagai label yang akan dipredikis.

# Preprocessing data
# Membagi dataset menjadi data latih dan data uji
X_train, X test, y train, y test = train test split(X, vy, test size=p.2, random state=42)

Gambar 4. Syntax Pembagian Dataset
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Selanjutnya adalah Gambar 4, pembagian dataset yang dilakukan dengan kode "X _train", dengan maksimal
80% data digunakan untuk pelatihan dan 20% sisanya digunakan untuk pengujian. Parameter random_state=42
digunakan untuk memastikan pembagian data yang konsisten setiap kali kode dijalankan. Setelah data berhasil di
bagi selanjutnya dilakukan penyeimbangan data menggunakan SMOTE dengan menambahkan data sintetik pada
kelas minoritas.

Distribusi target sebelum balancing:
Counter({l: 526, @: 499})

Gambar 5. Data Tidak Seimbang

Distribusi target setelah balancing:
Counter({®: 423, 1: A423})

Gambar 6. Data Seimbang

Pada Gambar 5 menunjukkan bahwa data tidak seimbang dimana data pada kelas 1 sebesar 526 dan data
pada kelas 0 sebesar 499. Setelah dilakuakn penyeimbangan data didapatkan Gambar 6 dimana pada gambar
tersebut didapatkan data seimbang diaman kelas 1 dan kelas 0 sebesar 423 .

# Penskalaan fitur

scaler = StandardScaler()

X_train = scaler.fit_transform(X_train)
X_test = scaler.transform(X_test)

Gambar 7. Syntax Pembagian Data dan Penskalaan Fitur

Setelah preprocessing data dilakukan, langkah selanjutnya pada Gambar 7 adalah penskalaan fitur
dilakukan menggunakan "StandardScaler” untuk menormalkan data. Hal ini penting untuk model algoritma K-
Nearest Neighbors (KNN), yang skala fiturnya memiliki dampak kuat pada hasil. Transformasikan data pelatihan
menggunakan “scaler.fit_transform(X_train)", di mana mean dan deviasi standar dihitung berdasarkan data
pelatihan dan setiap fitur diskalakan. Selanjutnya, data pengujian juga diskalakan menggunakan
"scaler.transform(X_test)" dengan mean dan deviasi standar yang sama dengan data pelatihan untuk memastikan
penskalaan yang konsisten pada kedua subset.

# Membuat model KNN
k = 5 # Jumlah tetangga terdekat yang akan digunakan
knn_classifier = KMeighborsClassifier(n_neighbors=k)

# Melatih model
knn_classifier.fit(X_train, y_train)

# Memprediksi label
y_pred = knn_classifier.predict(X_test)

Gambar 8. Syntax Pembuatan Model

Dalam proses pembuatan model pada Gambar 8, nilai 'k = 5™ menentukan jumlah tetangga terdekat yang
akan diperhitungkan algoritma saat melakukan prediksi. Dalam hal ini, 5 tetangga terdekat akan digunakan untuk
menentukan hasil klasifikasi. Model KNN dibuat menggunakan metode ‘knn_classifier yang berarti model akan
mempertimbangkan 5 tetangga terdekat saat melakukan prediksi. Model kemudian dilatih, di mana data pelatihan
berskala digunakan untuk memungkinkan model "mempelajari” pola dari data sehingga dapat digunakan untuk
membuat prediksi berdasarkan hal baru. Setelah model dilatih, langkah selanjutnya adalah memprediksi label
berdasarkan data pengujian. Biasanya, proses prediksi diimplementasikan menggunakan ‘y pred =
knn_classifier.predict(X_test)’ yang setelah menerapkan model ke data pengujian, akan menyimpan hasil prediksi
di variabel. Hasil prediksi tersebut dapat dilihat pada Gambar 9,.

Hasil prediksi

©
=1

ata uji:

label untuk dat

[11e1@eee@eel1el1ellelellelelellllelel1l1l1l1l1l
11 1l1eleeeeelleleelleelleleloeleeleeold
11 111@80e60l1l1610e111106e661061161e161l1
1111611116066 10e2110116810611e11l1le111l1l
el1el1lleveleleloeooevellelloellilellilelll
111111111eee611111e1]

Label sebenarnya dari data uji (y_test):

[11 1818686101081 16060081101606000611110006161111
1118061000600 0110660110000611106010e106016086061
l1l1eo99o0leo00eeeloleveooellllececoloololololaeo
l1l1el11ellellveeveloeloeellellelellell1l1l1l1lll
Geevlleveeleplleelleellellellileellelol
1188111000010 01111180 8]

Gambar 9. Hasil Prediksi
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3.3 Evaluasi Model

Evaluasi model pada penelitian ini menggunakan confusion matrix dengan melihat dari nilai akurasi, presisi, recall,
dan f1-Score. Hasil output evaluasi model confusion matrix dapat dilihat pada Gambar 10.
Confusion Matrix:

[[72 23]
[11 92]]

Confusion Matrix

Label Sebenarnya

Label Prediksi

Gambar 10. Confusion Matrix

Pada Gambar 10, hasil confusion matrix menunjukkan 79 data negatif (0) berhasil diprediksi sebagai negatif (0),
sementara 92 data positif (1) juga berhasil diprediksi sebagai data positif (1). Sementara itu terdapat pula 23 data
negatif (0) salah diprediksi sebagai data positif (1) dan 11 data positif (1) salah diprediksi sebagai negatif
(0). Dengan data hasil confusion matrix, performa model diketahui dengan menghitung akurasi, presisi, recall dan
fl-score. Berikut perhitungan performa model dengan melihat tabel classifier pada table 1.

a. Akurasi
TP+TN

Akurasi =—— X 100%
TP +7”[9‘I\i+(—)};13 +FN
Akurasi =—— X 100%
i 79 +92 +11+23
Akurasi = 0.834146341 x 100% = 83%
b. Presisi
Presisi =
TP7-5 FP
Presisi = = 0.877777778
79 + 11
Presisi =0.88
c. Recall
Recall =
TP7-19-FN
Recall = = 0.774509804
79 +23
Recall =0.77
d. F1-Score
F1-Score ) (Pres?s? X Recall )
Presisi + Recall
F1-Score = o (088x077)
0.88 +0.77
F1-Score = 0.82133333 = 0.82

Berdasarkan pada evaluasi hasil klasifikasi dengan nilai K=5 pada algoritma K-Nearest Neighbor (KNN)
didapatkan nilai akurasi sebesar 83 %, presisi 0.88, recall 0.77, dan f1-score 0.82. perhitungan tersebut dapat dilihat
pada Gambar 11.

Classification Report:

precision recall fi1-score  support

5] 0.88 0.77 9.82 102

1 0.80 9.89 9.84 1e3

accuracy 0.83 205
macro avg 0.84 9.83 9.83 205
weighted avg ©.84 0.83 .83 205

Gambar 11. Hasil Performa Model
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3.4 Interface Prediksi

Setelah model berhasil diimplementasikan dan dilakukan evaluasi kinerja model, tahap selanjutnya adalah
menyajikan model ke dalam aplikasi berbasis web. Penyajian ini dilakukan dengan melakukan deployment model
menggunakan software streamlit.

% Klasifikarsi-penyakit-janlung 1 streamiitapp

w0
- Aplikasi Prediksi Penyakit Jantung
= e . Input Parameters
s ’:;’—_ Hasil Prediksi

Gambar 12. Interface Prediksi 1

Gambar 12, merupakan hasil interface prediksi dengan hasil prediksi positif beresiko penyakit jantung.
Prediksi dilakukan dengan menginputkan data-data yang telah dicantumkan seperti umur, jenis kelamin, tipe nyeri
dada, kolesterol, tekanan darah, gula darah, dan lain-lain.

Aplikasi Prediksi Penyakit Jantung

Input Parameters

1 1 o 1:0

00 - Hasil Prediksi

Tidak Ada Penyakit Jantung

Gambar 13. Interface Prediksi 0

Gambar 13, merupakan hasil interface prediksi dengan hasil prediksi negatif tidak beresiko penyakit
jantung. Prediksi dilakukan dengan menginputkan data-data yang telah dicantumkan seperti umur, jenis kelamin,
tipe nyeri dada, kolesterol, tekanan darah, gula darah, dan lain-lain.

4. KESIMPULAN

Setelah melakukan klasifikasi dengan menggunakan algoritma K-Nearest Neighbors (KNN) dimana didalam
dataset penyakit jantung tersebut terdapat 1025 data pasien dengan 14 atribut, dapat disimpulkan bahwa model
prediksi penyakit jantung yang digunakan memiliki performa yang cukup baik. Dengan nilai akurasi 83,% dari
seluruh kasus yang diuji. Dalam mengidentifikasi pasien yang tidak memiliki penyakit jantung, model memiliki
kemampuan yang baik dengan tingkat presisi 88%. Dari 102 kasus yang diprediksi sebagai tidak memiliki penyakit
jantung, 79 diantaranya benar-benar tidak memiliki penyakit jantung. Namun, model juga mengalami kesalahan
prediksi di mana 23 kasus salah diprediksi sebagai memiliki penyakit jantung. Sementara itu, dalam
mengidentifikasi pasien yang memiliki penyakit jantung, model juga menunjukkan performa yang baik dengan
tingkat presisi 80%. Dari 103 kasus yang diprediksi sebagai memiliki penyakit jantung, 92 di antaranya benar-
benar memiliki penyakit jantung. Namun, terdapat 11 kasus yang salah diprediksi sebagai tidak memiliki penyakit
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jantung. Dalam hal menemukan pasien yang sebenarnya memiliki penyakit jantung, model dapat mengenali
dengan benar 89% dari mereka. Sedangkan dalam menemukan pasien yang sebenarnya tidak memiliki penyakit
jantung, model dapat mengenali dengan benar 77% dari mereka. Secara keseluruhan, model K-Nearest Neighbor
(KNN) memiliki performa yang baik dalam mengklasifikasikan kedua kelas, dengan skor F1 0,82 untuk kelas
tanpa penyakit jantung dan 0,84 untuk kelas dengan penyakit jantung. Meskipun demikian, masih terdapat ruang
untuk peningkatan dalam mengurangi kesalahan prediksi dan meningkatkan akurasi keseluruhan. Dengan kata
lain, model yang digunakan untuk memprediksi penyakit jantung ini cukup andal dan dapat digunakan sebagai alat
bantu dalam mendeteksi penyakit jantung dengan tingkat keakuratan yang cukup tinggi, meskipun masih terdapat
beberapa kesalahan prediksi yang perlu diminimalisir.
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