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Abstrak—Chronic Kidney Disease (CKD) merupakan penyakit kronis yang ditandai dengan penurunan fungsi ginjal secara progresif
sehingga memerlukan deteksi dini untuk mengurangi risiko komplikasi. Penerapan algoritma machine learning seperti Random Forest
dapat mendukung klasifikasi CKD, tetapi ketidakseimbangan kelas pada dataset medis berpotensi menurunkan kemampuan model
dalam mengenali pasien yang menderita CKD. Penelitian ini bertujuan untuk mengevaluasi pengaruh penerapan Synthetic Minority
Over-sampling Technique (SMOTE) terhadap kinerja algoritma Random Forest dalam klasifikasi CKD. Dataset yang digunakan terdiri
atas 4.000 data pasien dengan 26 atribut yang mencakup karakteristik demografis, riwayat kesehatan, dan faktor gaya hidup. Tahapan
penelitian meliputi Exploratory Data Analysis (EDA), pembagian data dengan rasio 80:20, penerapan SMOTE pada data latih,
pemodelan Random Forest, serta evaluasi menggunakan confusion matrix, classification report, dan 10-Fold Cross-Validation. Hasil
penelitian menunjukkan bahwa sebelum penerapan SMOTE, model memperoleh accuracy sebesar 96%, precision 100%, recall 59%,
dan F1-score 74% pada kelas CKD. Setelah penerapan SMOTE, accuracy meningkat menjadi sekitar 99%, sedangkan precision, recall,
dan F1-score kelas CKD masing-masing mencapai 97%. Hasil confusion matrix menunjukkan penurunan jumlah false negative dari
16 menjadi 1 kasus, sementara pengujian 10-Fold Cross-Validation memperlihatkan peningkatan akurasi dan kestabilan performa
model. Hasil tersebut menunjukkan bahwa penerapan SMOTE mampu meningkatkan sensitivitas Random Forest terhadap kelas
minoritas CKD serta berpotensi mendukung pengembangan sistem deteksi dini penyakit ginjal kronis. Penelitian ini mengevaluasi
efektivitas SMOTE dalam meningkatkan kinerja Random Forest, khususnya dalam mendeteksi kelas minoritas dan mengurangi false
negative pada klasifikasi penyakit ginjal kronis (CKD).
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Abstract—Chronic Kidney Disease (CKD) is a chronic condition characterized by the progressive decline of kidney function, requiring
early detection to reduce the risk of complications. Machine learning algorithms such as Random Forest can support CKD
classification; however, class imbalance in medical datasets may reduce the model's ability to identify patients with CKD. This study
aims to evaluate the effect of the Synthetic Minority Over-sampling Technique (SMOTE) on the performance of the Random Forest
algorithm in CKD classification. The dataset consists of 4,000 patient records with 26 attributes covering demographic characteristics,
medical history, and lifestyle factors. The research stages include Exploratory Data Analysis (EDA), data splitting with an 80:20 ratio,
SMOTE implementation on the training data, Random Forest modeling, and performance evaluation using a confusion matrix,
classification report, and 10-Fold Cross-Validation. The results show that before SMOTE implementation, the model achieved an
accuracy of 96%, precision of 100%, recall of 59%, and an F1-score of 74% for the CKD class. After SMOTE implementation, accuracy
increased to approximately 99%, while precision, recall, and F1-score for the CKD class each reached 97%. Confusion matrix analysis
revealed a reduction in false negatives from 16 to 1 case, while 10-Fold Cross-Validation demonstrated improved accuracy and more
stable model performance. These findings indicate that SMOTE improves the sensitivity of Random Forest in identifying minority-
class CKD cases and has potential applications in developing early detection systems for chronic kidney disease. This study evaluates
the effectiveness of SMOTE in improving Random Forest performance, particularly in detecting minority classes and reducing false
negatives in Chronic Kidney Disease (CKD) classification.
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1. PENDAHULUAN

Chronic Kidney Disease (CKD) merupakan kondisi penurunan fungsi ginjal yang bersifat progresif dan tidak dapat
dipulihkan, berlangsung lebih dari tiga bulan. Sekitar 10% populasi dunia diperkirakan menderita CKD, dan penyakit ini
diprediksi menjadi salah satu penyebab kematian tertinggi secara global pada tahun 2050 [1] . Di Indonesia, penyakit
ginjal menempati posisi kedua setelah penyakit jantung dalam hal pembiayaan kesehatan yang ditanggung oleh BPJS [2]
dengan pengeluaran mencapai triliunan rupiah setiap tahunnya. Tingginya beban biaya tersebut disebabkan oleh lamanya
perawatan yang harus dijalani pasien, baik melalui dialisis maupun transplantasi ginjal. Teknik klasifikasi berbasis
Machine Learning telah banyak digunakan dalam mendiagnosis berbagai penyakit maupun menentukan tindakan
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perawatan [3]. Kemajuan Machine Learning memungkinkan pengolahan data medis yang besar dan kompleks secara
cepat dan akurat untuk mengklasifikasikan kondisi pasien, seperti mendeteksi CKD berdasarkan fitur klinis dan
demografis, sehingga mendukung pengambilan keputusan klinis dan membantu tenaga medis dalam pengambilan
keputusan [4][5]. Di antara berbagai algoritma ML: Random Forest, Decision Tree, Naive Bayes merupakan metode yang
sering digunakan pada studi klasifikasi penyakit, Random Forest juga disebut sebagai induk dari Decision Tree, karena
pada dasarnya mengambil beberapa pohon yang telah tersusun pada tahapan Decision Tree. Kumpulan pohon tersebut
digunakan untuk mengklasifikasi data ke suatu kelas [6][7].

Penelitian terdahulu yang dilakukan oleh Bhirawa dan Sanjaya pada tahun 2025 melakukan penelitian optimasi
klasifikasi penyakit ginjal kronis CKD menggunakan metode Synthetic Minority Over-sampling Technique (SMOTE)
untuk mengatasi ketidakseimbangan data. Penelitian tersebut menggunakan 400 data pasien dengan membandingkan
algoritma Random Forest dan Gradient Boosting. Temuan tersebut menunjukkan bahwa penanganan ketidakseimbangan
kelas memiliki peran penting dalam meningkatkan ketepatan klasifikasi penyakit ginjal kronis. Penelitian ini juga menjadi
dasar bahwa pemilihan algoritma dan teknik pengolahan data yang tepat dapat mendukung pengembangan sistem deteksi
dini penyakit ginjal kronis[3].

Penelitian berikutnya dilakukan oleh oleh Riansyah et al. pada tahun 2025 dengan judul Perbandingan Akurasi
Algoritma Decision Tree dengan Random Forest dalam Diagnosa Penyakit Hepatitis menggunakan 155 data dengan 20
atribut. Penelitian tersebut menerapkan pembagian data sebesar 80% untuk pelatihan dan 20% untuk pengujian. Hasil
tersebut menunjukkan bahwa Random Forest memiliki kemampuan klasifikasi yang lebih baik dibandingkan Decision
Tree pada dataset yang digunakan. Temuan ini memperkuat potensi penerapan algoritma Random Forest dalam klasifikasi
penyakit berbasis data medis, termasuk sebagai pendekatan yang dapat dikaji lebih lanjut dalam deteksi penyakit ginjal
kronis[8].

Penelitian yang dilakukan oleh Desmita et al. pada tahun 2025 dengan topik penelitian membandingkan algoritma
Decision Tree dan Random Forest dalam klasifikasi penyakit diabetes melitus dengan menerapkan metode Synthetic
Minority Over-sampling Technique (SMOTE) untuk mengatasi ketidakseimbangan data. Penelitian tersebut menjadi
referensi dalam penerapan algoritma machine learning untuk klasifikasi penyakit berbasis data medis[9].

Selanjutnya, Penelitian yang dilakukan oleh Mahing et al. pada tahun 2024 membahas penerapan algoritma Support
Vector Machine (SVM) dan Random Forest dalam klasifikasi tingkat stres berdasarkan data teks yang diperoleh dari
media sosial Twitter. Penelitian tersebut menggunakan pendekatan machine learning dengan membandingkan beberapa
metode transformasi fitur, yaitu TF-IDF, CountVectorizer, NRCLex, dan Word Affect Intensities. Proses klasifikasi
dilakukan melalui tahapan preprocessing, transformasi data, pembentukan model, serta evaluasi menggunakan metrik
akurasi, presisi, recall, dan F1-score. Penelitian ini menunjukkan pentingnya pemilihan algoritma dan metode pengolahan
fitur dalam membangun model Kklasifikasi yang optimal. Pendekatan tersebut dapat menjadi referensi dalam
pengembangan model klasifikasi berbasis machine learning, khususnya dalam menentukan metode pengolahan data dan
evaluasi kinerja algoritma

Berdasarkan penelitian-penelitian terdahulu, penelitian ini menyusun eksperimen dan evaluasi untuk evaluasi
kinerja Random Forest dalam mengklasifikasikan CKD dengan SMOTE, dengan harapan penelitian ini dapat
memberikan keputusan Kklinis dalam menentukan klasifikasi penyakit pada sistem deteksi dini penyakit ginjal kronis.
Kesenjangan penelitian ini terletak pada kebutuhan untuk mengevaluasi secara kuantitatif pengaruh penerapan SMOTE
terhadap sensitivitas Random Forest dalam mengidentifikasi pasien CKD pada dataset yang digunakan.
Ketidakseimbangan distribusi kelas berpotensi memengaruhi proses pembelajaran model, tetapi tingkat pengaruhnya
perlu dibuktikan melalui perbandingan performa sebelum dan sesudah penyeimbangan data. SMOTE dipilih karena
mampu membentuk sampel sintetis pada kelas minoritas sehingga dapat meningkatkan representasi kelas tersebut selama
pelatihan. Kombinasi Random Forest dan SMOTE diharapkan dapat meningkatkan kemampuan deteksi kasus positif
tanpa mengabaikan ketepatan klasifikasi pada kelas lainnya. Keunggulan pendekatan ini dievaluasi melalui perubahan
nilai accuracy, precision, recall, F1-score, serta jumlah kesalahan false positive dan false negative.

Berdasarkan permasalahan tersebut, penelitian ini bertujuan untuk mengevaluasi kinerja algoritma Random
Forest sebelum dan sesudah penerapan SMOTE dalam klasifikasi penyakit CKD berdasarkan faktor demografis, riwayat
kesehatan, dan gaya hidup pasien. Penelitian dilakukan melalui tahapan Exploratory Data Analysis (EDA), pembagian
data latih dan data uji dengan rasio 80:20, penerapan SMOTE pada data latih, serta evaluasi menggunakan confusion
matrix, classification report, dan 10-Fold Cross-Validation. Dua skenario eksperimen digunakan, yaitu Random Forest
tanpa SMOTE sebagai model dasar (baseline) dan Random Forest dengan SMOTE sebagai model perlakuan. Kontribusi
penelitian ini adalah memberikan evaluasi empiris mengenai pengaruh penyeimbangan data terhadap sensitivitas Random
Forest, khususnya dalam meningkatkan kemampuan mendeteksi pasien CKD dan mengurangi jumlah false negative
sebagai salah satu pertimbangan pengembangan sistem pendukung deteksi dini penyakit ginjal kronis.

2. METODOLOGI PENELITIAN

Tahapan penelitian meliputi akuisisi data, exploratory data analysis, pembagian data, pemodelan menggunakan algoritma
Random Forest, Cross Validation, serta evaluasi performa model dilakukan menggunakan confusion matrix dan
classification report yang mencakup metrik accuracy, precision, recall, dan F1-score, seperti pada Gambar 1.
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Gambar 1. Tahapan Penelitian
2.1 Dataset

Penelitian ini menggunakan pendekatan kuantitatif berbasis data Chronic Kidney Disease (CKD) menggunakan dataset
(A Dataset of Demographic and Lifestyle Risk Factors for Assessing Chronic Kidney Disease Development in Diabetic
Patients) yang tersedia publik di https://data.mendeley.com/datasets/hjkzgbxgv5/2 dan dipublikasikan oleh Anan et al.,
[10]. Dataset ini, yang dikumpulkan dari Rumah Sakit Umum BIRDEM, Dhaka, menyajikan kompilasi komprehensif
faktor demografis dan gaya hidup untuk memprediksi perkembangan CKD pada pasien diabetes [10]. Tahap ini
mencakup identifikasi masalah dengan memahami substansi dalam data serta mencari aspek menarik yang dapat
digunakan untuk merumuskan hipotesis awal [11].

2.2 Exploratory Data Analysis (EDA)

EDA dataset dilakukan untuk memperoleh pemahaman mengenai struktur data, karakteristik distribusi variabel, serta
adanya untuk mengidentifikasi potensi ketidakseimbangan (imbalance) kelas target. Dataset yang digunakan berjumlah
4.000 data pasien penyakit CKD. Variabel target adalah diabetes yang berisi label 0 (tidak menderita CKD) dan 1
(menderita CKD) [9]. Proses ini memiliki peran penting karena membantu dalam memahami pernyataan masalah serta
hubungan antara berbagai fitur data sebelum data digunakan dalam pemodelan. EDA sendiri merupakan bagian dari
tahapan dalam data science [12][13].

2.3 Spliting data

Setelah data siap digunakan, dilakukan pembagian dataset menjadi data latih dan data uji. Pembagian ini bertujuan untuk
menguji kemampuan generalisasi model terhadap data baru yang belum pernah dilihat sebelumnya. Umumnya digunakan
rasio 80% data latih dan 20% data uji agar model memiliki cukup data untuk belajar sekaligus cukup data untuk evaluasi,
menghasilkan data set 800 dan untuk data training menghasilkan 3200 data [14].

2.4 Resampling SMOTE

Penanganan class imbalance menggunakan metode Synthetic Minority OverSampling Technique (SMOTE) untuk
mengatasi ketidakseimbangan antara kelas target, sehingga model dapat mempelajari pola dengan lebih baik. Dengan
melakukan tahap ini, data siap digunakan untuk tahap selanjutnya dalam analisis dan pemodelan [15][16].

2.5 Pemodelan

Setelah melalui tahap pre-processing, langkah berikutnya adalah membangun model prediksi menggunakan algoritma
Random Forest. Model dilatih menggunakan data latih yang telah disiapkan pada masing masing skenario, dan diuji
menggunakan data uji untuk mengukur performa klasifikasinya [17]. Random forest adalah teknik klasifikasi yang
dikembangkan dengan memanfaatkan metode Decision Tree [18]. Dalam metode ini, pemilihan atribut pada setiap node
dilakukan secara acak untuk menentukan klasifikasi [19][20] . Proses klasifikasi ini mengandalkan suara terbanyak dari
hasil yang dikembalikan oleh pohon-pohon keputusan. Random forest dapat dibangun dengan memanfaatkan teknik
Bagging (Bootstrap Aggregating) dan pemilihan atribut secara acak untuk membangun sejumlah model yang serupa
namun berbeda dalam struktur dan data latihnya. Setelah semua pohon selesai dilatih, hasil prediksi dari masing-masing
pohon akan digabungkan menggunakan teknik votting (untuk klasifikasi) atau rata-rata (Averaging) untuk Regresi. Proses
pertumbuhan pohon keputusan dilakukan menggunakan metode Classification and Regression Tree (CART). Pohon-
pohon ini dibiarkan tumbuh hingga mencapai ukuran maksimal tanpa dilakukan pemangkasan. Hasilnya adalah
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sekumpulan pohon keputusan yang kemudian disebut sebagai hutan (Forest). Random forest secara umum memperbaiki
karakter dari Decision Tree yang memiliki kecenderungan untuk overfiting dengan data latih [21].

Decision Tree-1 Decision Tree-2 Decision Tree-N

Result-1 Result-2 Result-N

}

Majority Voting / Averaging

Final Result
Gambar 2. Random Forest
2.6 Cross-validation

Cross validation merupakan teknik statistik yang digunakan dalam Machine Learning dan pemodelan prediktif lainnya
untuk menilai kinerja dan kemampuan generalisasi suatu model. Teknik ini memberikan estimasi performa model yang
lebih akurat pada data yang tidak terlihat [22]. Manfaat penting lainnya dari cross validation, yakni membantu data
analyst mengatasi masalah overfitting atau kondisi saat model terlalu spesifik pada data pelatihan sehingga kurang baik
dalam menganalisis data baru [23]. Skema fold cross-validation digunakan untuk mengevaluasi performa model.

2.7 Evaluasi

Evaluasi model dalam penelitian ini dilakukan untuk mengukur kinerja dari algoritma Machine Learning dalam
melakukan klasifikasi terhadap penyakit CKD. Beberapa metrik evaluasi yang digunakan dalam penelitian ini adalah
accuracy, precision, recall, dan F1-score [24]. Keempat metrik tersebut dipilih karena dapat memberikan gambaran yang
komprehensif terhadap kinerja model, khususnya dalam konteks prediksi medis yang membutuhkan tingkat ketelitian
tinggi, terutama dalam mengenali kasus positif. Proses evaluasi dilakukan pada data uji yang telah dipisahkan sebelumnya
dari data latih, sehingga hasil yang diperoleh dapat mencerminkan kemampuan model dalam menghadapi data baru secara
objektif [25]. Akurasi mengukur proporsi prediksi yang benar terhadap total jumlah data. Rumus akurasi adalah:

TP+TN

Accuracy = ———— (D)
TP+TN+FP+FN

dimana TP (True Positive) adalah pasien (CKD) yang berhasil dideteksi sebagai penderita CKD, TN (True Negative)
adalah pasien non-CKD yang berhasil dideteksi sebagai bukan penderita CKD, FP (False Positive) adalah pasien non-
CKD yang salah dideteksi sebagai penderita CKD dan FN (False Negative) adalah pasein CKD yang salah dideteksi
sebagai bukan penderita CKD. Akurasi memberikan gambaran umum kinerja model, tetapi pada dataset tidak seimbang,
metrik ini sering menyesatkan karena model dapat mencapai akurasi tinggi hanya dengan memprediksi kelas mayoritas.
Precision mengukur akurasi prediksi positif. Rumusnya adalah:

TP
TP+FP (2)

Precision =

Precision penting untuk meminimalkan false positives, terutama dalam konteks diagnosis medis. Precision tinggi
menunjukkan bahwa sebagian besar pasien yang diprediksi menderita penyakit CKD. Recall mengukur kemampuan
model untuk mendeteksi semua kasus yang sebenarnya positif, yaitu pasien yang benar-benar menderita penyakit CKD.
Rumusnya adalah:

TP

Recall = —y— 3)

Recall sangat penting dalam konteks deteksi dini CKD untuk memastikan tidak ada pasien CKD yang terlewatkan dan
tidak terdiagnosis (false negatives). Recall tinggi menunjukkan bahwa model berhasil mendeteksi sebagian besar pasien
yang benar-benar menderita CKD yang sebenarnya. F1-score adalah rata - rata harmonik dari precision dan recall.
Rumusnya adalah:

PrecisionXRecall
Fl-Score = 2 X recisionXReca (4)

Precision+Recall
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F1- score digunakan untuk menyeimbangkan precision dan recall, terutama ketika keduanya memiliki nilai yang sangat
berbeda. Nilai F1- score yang tinggi menunjukkan model yang efektif dalam mengklasifikasikan penyakit CKD tanpa
terlalu banyak menghasilkan false positives atau false negatives.

3. HASIL DAN PEMBAHASAN

Bagian ini melampirkan model klasifikasi berbasis Machine Learning yang mampu mendeteksi CKD berdasarkan data
klinis pasien. Disini penelitian menguji seberapa optimal kinerja algoritma Random Forest dalam klasifikasi penyakit
pada data pasien.

3.1 Data Eksperimen

Dataset yang digunakan berjumlah 4.000 data dengan 26 atribut data penyakit CKD. data pasien penyakit CKD yang
mencakup fitur demografis, antropometri, riwayat diabetes, gaya hidup, penyakit penyerta (komorbid), dan CKD (1 =
yes, 0 = no) sebagai label target. Data tersebut menyajikan kompilasi komprehensif faktor demografis dan gaya hidup
untuk memprediksi perkembangan CKD pada pasien diabetes. Rincian atribut yang digunakan dalam penelitian ini
disajikan pada Tabel 1. Tabel 1 menyajikan variabel-variabel yang digunakan dalam penelitian untuk membangun model
klasifikasi Chronic Kidney Disease (CKD). Dataset terdiri atas 10 variabel yang mencakup karakteristik demografis,
riwayat kesehatan, gaya hidup, dan kondisi klinis pasien. Variabel demografis meliputi gender, job, dan age, yang
menggambarkan jenis kelamin, jenis pekerjaan, serta usia pasien. Variabel riwayat kesehatan terdiri atas family
background of diabetes, diabetic year, dan hypertension, yang digunakan untuk merepresentasikan faktor risiko yang
berkaitan dengan penyakit diabetes dan hipertensi sebagai kondisi yang berpotensi meningkatkan risiko CKD. Selain itu,
dataset juga memuat variabel yang berkaitan dengan gaya hidup dan kepatuhan pengobatan, yaitu Follow Suggested Diet
dan Take Medicine for Diabetes. Kedua variabel tersebut menggambarkan tingkat kepatuhan pasien terhadap anjuran
medis dalam pengelolaan diabetes. Variabel Body Mass Index (BMI) digunakan untuk merepresentasikan kondisi
antropometri pasien yang berkaitan dengan status berat badan dan risiko penyakit metabolik. Variabel target dalam
penelitian ini adalah CKD, yang memiliki nilai biner dengan label 1 untuk pasien yang terdiagnosis CKD dan 0 untuk
pasien yang tidak terdiagnosis CKD. Berdasarkan Tabel 1 jenis datanya, dataset terdiri atas variabel kategorikal, numerik,
dan biner sehingga memerlukan tahapan pra-pemrosesan sebelum digunakan dalam proses pemodelan menggunakan
algoritma Random Forest. Kombinasi variabel-variabel tersebut diharapkan mampu memberikan informasi yang cukup
untuk mengidentifikasi pola dan faktor yang berpengaruh terhadap kejadian CKD pada pasien.

Tabel 1. Variabel Penelitian

Jenis

No Nama Variabel . Keterangan
Variabel
1 Patient ID Numerik Nomor identitas pasien
2 Gender Kategorikal Jenis kelamin pasien (M = Male, F = Female)
3 Job Numerik Jenis pekerjaan (1 = normal, 2 = intermediate, 3 = heavy)
4 FamllyDB;Zglé?gsund of Biner Riwayat keluarga diabetes (1 = ya, 0 = tidak)
5 Height (cm) Numerik Tinggi badan pasien dalam sentimeter
6 Diabetic Year Numerik Lama menderita diabetes (tahun)
7 Age Numerik Usia pasien (tahun)
8 Average Age Numerik Rata-rata usia pasien
9 Weight (kg) Numerik Berat badan pasien dalam kilogram
10 Average Weight (kg) Numerik Rata-rata berat badan pasien dalam kilogram
11 BMI Numerik Body Mass Index pasien
12 Follow Suggested Diet Biner Kepatuhan terhadap die;i)ézr&? disarankan (1 =vya, 0 =
13 Take Medicine for Diabetes Biner Konsumsi obat diabetes (1 = ya, 0 = tidak)
14 Take Insulin Biner Penggunaan insulin (1 = ya, 0 = tidak)
15 Hypertension Biner Riwayat hipertensi (1 = ya, 0 = tidak)
16 Heart Disease Biner Riwayat penyakit jantung (1 = ya, 0 = tidak)
17 Sleep Biner Kecukupan tidur (1 = sufficient, 0 = insufficient)
18 Water Consumption Biner Kecukupan konsumsi air (1 = sufficient, 0 = insufficient)
19 Smoke Biner Kebiasaan merokok (1 = ya, 0 = tidak)
20 Zarda, Betel Leaf Biner Kebiasaan mengonsumstiiégli()ja/betel leaf (L=ya, 0=
21 Walk Regularly Biner Kebiasaan berjalan kaki secara rutin (1 = ya, 0 = tidak)
22 Urination Properly Biner Kondisi buang air kecil normal/lancar (1 = ya, 0 = tidak)
23 Urinary Infection Biner Riwayat infeksi saluran kemih (1 = ya, 0 = tidak)
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24 Pain Killer Biner Konsumsi obat pereda nyeri (1 = ya, 0 = tidak)
25 Calorie Intake (per day) Numerik Jumlah asupan kalori per hari
26 CKD Biner Status CKD (1 =ya, 0 =tidak)

3.2 Hasil Eksperimen
3.2.1 Exploratory Data Analysis (EDA)

Analisis korelasi antara fitur dan variabel target ditampilkan pada Gambar 3. Tahap Exploratory Data Analysis (EDA)
dalam penelitian ini dilakukan terhadap 4.000 data pasien untuk memahami struktur, karakteristik distribusi, dan korelasi
antar variabel klinis terkait penyakit CKD. Melalui visualisasi matriks korelasi, diketahui bahwa faktor seperti usia, jenis
kelamin, BMI, dan Riwayat keluarga diabetes, memiliki korelasi positif terhadap diagnosis CKD, yang memberikan
petunjuk awal mengenai variabel paling berpengaruh. Selain itu, analisis distribusi pada variabel tinggi badan dan usia
menunjukkan pola yang mendekati distribusi normal, di mana dataset didominasi oleh kelompok usia menengah hingga
lanjut yang secara medis memiliki risiko lebih tinggi terhadap penurunan fungsi ginjal. Keseluruhan proses EDA ini
berfungsi untuk mengidentifikasi adanya ketidakseimbangan kelas target serta menjadi landasan bagi peneliti dalam
menentukan teknik pra-pemrosesan data yang tepat sebelum masuk ke tahap pemodelan algoritma.

Correlation with CKD (1-yes, 0-no)

Take Insulin (L-yes, 0-no) 012
Diabetic Year 0.08
Age 0.08
Urinary Infection (1-yes, 0-no) 0.08 0.10
BMI 0.07
Walk Regularly (1-yes, 0-no) 0.06
Weight (kg) 0.05 - 0.08
Heart Disease (1-yes, 0-no) 0.05
Average Weight (kg) 0.05
Pain killer (1-yes, 0-no) 0.04 - 0.06
Calorie Intake (per day) 0.04
Smoke (1-yes, 0-no) 0.03 — 0,04
Follow suggested Diet (1-yes, 0-no) 0.00 ’
Hypertension (1-yes, 0-na) 0.00
Gender [M-male, F-female)_M -0.00 - 002
Take Medicine for Diabetes (1-yes, 0-no)
Average Age
Job (1-normal, 2-intermediate, 3-heavy) - 0.00

Sleep (1-sufficient, 0-insufficient)

Zarda, Betel Leaf (1-yes, 0-no)

Height (cm)

Family Background of Diabetes (1-yes, 0-na)
Water Consumption (1-sufficient, 0-insufficient)
Urination Properly (1-yes, 0-na}

-0.02
-0.04

CKD (1-yes. 0-no)

Gambar 3. Korelasi Fitur terhadap Diagnosis CKD

3.2.2 Distribusi Tinggi Badan

Pada bagian distribusi tinggi badan, data menunjukkan pola yang mendekati normal dengan frekuensi tertinggi berada
pada rentang nilai tengah. Visualisasi pada Gambar 4 memperlihatkan bahwa mayoritas individu dalam dataset memiliki
tinggi badan di kisaran 150 cm hingga 160 cm, di mana puncak frekuensi berada pada angka sekitar 155 cm hingga 157
cm dengan jumlah lebih dari 1.600 data. Sebaran data ini menunjukkan adanya konsentrasi massa data pada nilai tertentu
yang kemudian melandai ke arah Kiri (nilai lebih rendah) dan kanan (nilai lebih tinggi), yang memberikan gambaran
karakteristik fisik dari 4.000 sampel pasien yang digunakan dalam penelitian klasifikasi CKD ini.

Distribusi Tinggi Badan
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=
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T T T T T T
130 140 150 160 170 180
Tinggi Badan

Gambar 4 Distribusi Tinggi Badan

3.2.3 Distribusi Usia

Bagian distribusi usia dalam penelitian ini menunjukkan bahwa data 4.000 pasien memiliki pola yang mendekati distribusi
normal dengan dominasi pada kelompok usia menengah hingga lanjut. Berdasarkan visualisasi pada Gambar 5, frekuensi
tertinggi berada pada rentang usia 50 tahun, di mana sebaran data mencakup individu dari usia sekitar 20 hingga hampir
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90 tahun. Karakteristik distribusi ini mengindikasikan bahwa faktor usia merupakan variabel yang berpotensi memberikan
kontribusi signifikan terhadap prediksi penyakit, mengingat risiko kesehatan yang berkaitan dengan fungsi ginjal
umumnya meningkat seiring bertambahnya usia pasien.

Age Distribution

500 -

400

300 1

Count

200 1

100

20 30 40 50 60 70 80 920
Age

Gambar 5 Distribusi Usia

3.2.4 Resampling SMOTE

Berdasarkan Gambar 6, penerapan metode Synthetic Minority Over-sampling Technique (SMOTE) pada algoritma
Random Forest menunjukkan peningkatan performa klasifikasi penyakit Chronic Kidney Disease (CKD). Sebelum
penerapan SMOTE, model memperoleh nilai accuracy sebesar 96%, precision sebesar 100%, recall sebesar 59%, dan F1-
score sebesar 74%. Setelah penerapan SMOTE, nilai accuracy meningkat menjadi 99%, sedangkan precision sedikit
menurun menjadi 97%. Peningkatan paling signifikan terlihat pada recall, yaitu dari 58% menjadi 97%, serta F1-score
yang meningkat dari 74% menjadi 97%. Peningkatan recall tersebut menunjukkan bahwa model setelah penerapan
SMOTE memiliki kemampuan yang lebih baik dalam mengidentifikasi kasus positif CKD sehingga dapat mengurangi
potensi kesalahan klasifikasi false negative. Meskipun terjadi sedikit penurunan precision, peningkatan recall dan F1-
score mengindikasikan adanya keseimbangan yang lebih baik antara kemampuan model dalam mendeteksi kasus positif
dan ketepatan hasil prediksi. Dengan demikian, berdasarkan hasil eksperimen yang ditampilkan, penerapan SMOTE
memberikan peningkatan performa klasifikasi Random Forest, khususnya dalam mengenali kelas minoritas CKD.

Per i Performa Forest vs SMOTE

- Sebelum SMOTE
. Sesudah SMOTE
0.9744

1.0000

Accuracy Precision Recall Fl-Score
Metrik

Gambar 6. Perbandingan Performa Random Forest Sebelum dan Sesudah SMOTE
3.2.5 Cross Validation

Penelitian ini menerapkan Cross Validation dengan Stratified KFold untuk masing - masing algoritma dengan k = 10.
Berdasarkan gambar 7 Stratified KFold membagi dataset menjadi 10 bagian yang seimbang pada setiap iterasi dengan
satu bagian dijadikan data test dan empat bagian lainnya sebagai data train. hasil pengujian menggunakan 10-Fold Cross-
Validation menunjukkan bahwa algoritma Random Forest setelah penerapan SMOTE menghasilkan akurasi yang lebih
tinggi dan relatif stabil dibandingkan sebelum penerapan SMOTE. Sebelum SMOTE, akurasi berkisar antara 92% hingga
95%, sedangkan setelah SMOTE meningkat menjadi sekitar 96% hingga 97%. Hasil ini menunjukkan bahwa penerapan
SMOTE berkaitan dengan peningkatan akurasi klasifikasi CKD pada seluruh fold pengujian. Namun, peningkatan akurasi
tersebut tetap perlu dievaluasi bersama nilai recall dan F1-score kelas CKD untuk memastikan kemampuan model dalam
mendeteksi kasus positif.
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Tren Accuracy 10-Fold Cross-Validation: Sebelum vs Sesudah SMOTE
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Gambar 7. Perbandingan Akurasi Random Forest Sebelum dan Sesudah Penerapan SMOTE Menggunakan
10-Fold Cross-Validation

Dari hasil pengujian menggunakan metode 10-Fold Cross-Validation menunjukkan adanya perbedaan performa algoritma
Random Forest sebelum dan sesudah penerapan SMOTE dalam klasifikasi penyakit CKD. Sebelum penerapan SMOTE,
nilai akurasi pada setiap fold menunjukkan fluktuasi dengan rentang sekitar 92% hingga 96%. Akurasi tertinggi diperoleh
pada fold ke-9 sebesar 95%, sedangkan akurasi terendah terdapat pada fold ke-2 sebesar 92%. Setelah penerapan SMOTE,
akurasi model cenderung lebih stabil dengan rentang sekitar 96,0% hingga 97%. Fold terbaik setelah penerapan SMOTE
terdapat pada fold ke-10 dengan akurasi sekitar 97%, sedangkan nilai terendah diperoleh pada fold ke-9 sebesar 96%.

3.2.6 Evaluasi Performa Model

Evaluasi performa dilakukan menggunakan metrik accuracy, precision, recall, dan F1-score untuk membandingkan hasil
klasifikasi CKD sebelum dan sesudah SMOTE. Perbandingan ini bertujuan untuk mengetahui pengaruh penerapan
SMOTE terhadap kemampuan model dalam mengklasifikasikan kelas non-CKD (0) dan CKD (1), khususnya dalam
meningkatkan sensitivitas model terhadap kelas minoritas. Hasil evaluasi menunjukkan adanya perbedaan performa
sebelum dan sesudah penerapan SMOTE, sebagaimana disajikan pada Tabel 2.

Tabel 2. Performa Klasifikasi Sesudah & Sebelum Random Forest

Model Not CKD (0) CKD (1)

Acc Prec Rec F1l-score Prec Rec F1-score
Random Forest Sebelum SMOTE 96%  96% 100% 98% 100% 59% 74%
Random Foreset Sesudah SMOTE

99% 100% 100% 100% 97% 97% 97%

3.2.7 Analisis Confusion Matrix

Hasil analisis menunjukkan adanya perbedaan performa algoritma Random Forest dalam Klasifikasi penyakit CKD
sebelum dan sesudah penerapan SMOTE. Perbandingan confusion matrix dilakukan untuk mengevaluasi kemampuan
model dalam mengidentifikasi pasien CKD dan non-CKD, serta menganalisis perubahan jumlah kesalahan klasifikasi,
khususnya false positive dan false negative, sebagaimana ditunjukkan pada Gambar 8.

Analisis Perbandingan Confusion Matrix

Confusion Matrix - Sebelum SMOTE Confusion Matrix - Sesudah SMOTE

Kenyataan (Aktual)

Mot CKD (0} kD (1) Hot CKD (0} KoL
Pradiksi Modal Pradiksi Modal

(@) Confusion Matrix Sebelum SMOTE (b) Confusion Matrix Sesudah SMOTE

Gambar 7. Visualisasi Performa Model
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Berdasarkan perbandingan kedua confusion matrix, hasil perbandingan confusion matrix menunjukkan adanya
peningkatan kemampuan algoritma Random Forest dalam mengklasifikasikan penyakit CKD setelah penerapan metode
SMOTE. Sebelum penerapan SMOTE gambar (a), model berhasil mengklasifikasikan 361 pasien non-CKD dan 23 pasien
CKD dengan benar, tetapi masih terdapat 16 kasus CKD yang salah diklasifikasikan sebagai non-CKD (false negative).
Setelah penerapan SMOTE gambar (b), jumlah kasus CKD yang berhasil terdeteksi meningkat menjadi 38 kasus,
sedangkan false negative menurun menjadi 1 kasus. Nilai recall kelas CKD meningkat dari 59% menjadi 97%, sementara
precision menurun sedikit dari 100% menjadi 97% akibat adanya satu kasus false positive. Hasil tersebut menunjukkan
bahwa penerapan SMOTE meningkatkan sensitivitas model terhadap kelas minoritas dan mengurangi jumlah kasus CKD
yang tidak terdeteksi. Peningkatan ini mengindikasikan bahwa SMOTE berpotensi membantu mengatasi
ketidakseimbangan kelas dalam klasifikasi CKD, terutama dalam meminimalkan kesalahan false negative yang menjadi
perhatian penting dalam deteksi dini penyakit CKD.

3.3 Pembahasan

Hasil penelitian menunjukkan bahwa penerapan Synthetic Minority Over-sampling Technique (SMOTE) meningkatkan
kinerja algoritma Random Forest dalam klasifikasi CKD. Sebelum penerapan SMOTE, model memperoleh accuracy
sebesar 96%, precision 100%, recall 59%, dan F1-score 74% pada kelas CKD. Setelah penerapan SMOTE, accuracy
meningkat menjadi 99%, sedangkan precision, recall, dan F1-score masing-masing mencapai 97%. Peningkatan tersebut
didukung oleh penurunan jumlah false negative dari 16 menjadi 1 kasus, yang menunjukkan peningkatan kemampuan
model dalam mengidentifikasi pasien CKD.

Temuan ini sejalan dengan penelitian Bhirawa dan Sanjaya (2025) yang menerapkan SMOTE pada klasifikasi
penyakit ginjal kronis menggunakan algoritma Random Forest dan Gradient Boosting. Penelitian tersebut melaporkan
bahwa Random Forest mencapai accuracy 99,30%, sedangkan Gradient Boosting memperoleh 95,28% setelah penerapan
SMOTE. Hasil penelitian ini dengan accuracy sekitar 99% menunjukkan kecenderungan yang serupa, yaitu penerapan
SMOTE mampu meningkatkan kinerja klasifikasi CKD. Perbedaannya terletak pada jumlah dataset, yaitu 4.000 data pada
penelitian ini dan 400 data pada penelitian Bhirawa dan Sanjaya (2025) [3].

Penelitian lain yang dilakukan oleh Riansyah et al. (2025) membandingkan algoritma Decision Tree dan Random
Forest dalam diagnosis penyakit hepatitis menggunakan 155 data. Hasilnya menunjukkan bahwa Random Forest
memperoleh accuracy 90,32%, precision 100%, dan recall 89,28%, sedangkan Decision Tree menghasilkan accuracy
80,65%, precision 88%, dan recall 88%. Hasil tersebut mendukung penggunaan Random Forest dalam klasifikasi
penyakit, meskipun penelitian ini memperoleh accuracy lebih tinggi, yaitu 99% setelah penerapan SMOTE. Perbedaan
kinerja tersebut perlu dipahami berdasarkan karakteristik dataset, jenis penyakit, dan pendekatan pengolahan data yang
digunakan [4].

Penelitian selanjutnya Desmita et al. (2025) membandingkan Random Forest dan Decision Tree dalam Klasifikasi
diabetes melitus menggunakan 100.000 data dengan penerapan SMOTE. Random Forest memperoleh accuracy tertinggi
sebesar 96,02% dan F1-score 76,13% pada pembagian data 60:40, sedangkan Decision Tree mencapai accuracy 94,80%
dengan F1-score 70,93%. Hasil tersebut memperlihatkan bahwa Random Forest memberikan kinerja lebih baik
dibandingkan Decision Tree pada dataset diabetes yang digunakan. Penelitian ini menunjukkan kecenderungan serupa
dengan peningkatan accuracy menjadi 99% dan F1-score kelas CKD mencapai 97% setelah penerapan SMOTE.
Perbedaan nilai evaluasi menunjukkan bahwa karakteristik data dan distribusi kelas perlu dipertimbangkan dalam
membandingkan kinerja algoritma [9].

Penelitian lain yang dilakukan oleh Mahing et al. (2024) membandingkan algoritma Support Vector Machine
(SVM) dan Random Forest dalam klasifikasi tingkat stres menggunakan 8.439 data teks dari Twitter. Hasil penelitian
menunjukkan bahwa SVM dengan metode TF-IDF memperoleh accuracy 84%, precision 80%, recall 89%, dan F1-score
84%, sedangkan Random Forest dengan CountVectorizer menghasilkan accuracy sekitar 80%. Hasil tersebut berbeda
dengan penelitian ini karena SVM menunjukkan kinerja lebih unggul pada klasifikasi teks, sementara penelitian ini
berfokus pada optimalisasi Random Forest melalui penerapan SMOTE pada data medis. Perbedaan tersebut
memperlihatkan bahwa efektivitas algoritma klasifikasi bergantung pada karakteristik data, metode pengolahan fitur, dan
permasalahan yang diselesaikan [25].

Secara keseluruhan, perbandingan dengan penelitian terdahulu menunjukkan bahwa Random Forest memiliki
potensi yang baik dalam klasifikasi penyakit, sedangkan penerapan SMOTE dapat membantu meningkatkan kemampuan
model mengenali kelas minoritas. Kontribusi utama penelitian ini terletak pada peningkatan recall kelas CKD dari 59%
menjadi 97% dan penurunan false negative dari 16 menjadi 1 kasus. Hasil 10-Fold Cross-Validation juga menunjukkan
accuracy setelah SMOTE yang relatif stabil pada kisaran 96%-97%. Temuan tersebut memperkuat potensi kombinasi
Random Forest dan SMOTE dalam mendukung pengembangan sistem deteksi dini penyakit ginjal kronis, meskipun
pengujian pada dataset lain masih diperlukan untuk memastikan kemampuan generalisasi model.
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4. KESIMPULAN

Penelitian ini menunjukkan bahwa penerapan metode SMOTE mampu meningkatkan kinerja algoritma Random Forest
dalam klasifikasi penyakit CKD, khususnya dalam mengatasi ketidakseimbangan kelas dan meningkatkan kemampuan
deteksi pasien CKD. Berdasarkan hasil pengujian, model Random Forest sebelum penerapan SMOTE memperoleh
accuracy sebesar 96%, precision 100%, recall 59%, dan F1-score 74% pada kelas CKD. Setelah penerapan SMOTE,
nilai accuracy meningkat menjadi sekitar 99%, sedangkan precision, recall, dan F1-score kelas CKD masing-masing
mencapai 97%. Peningkatan tersebut didukung oleh hasil confusion matrix yang menunjukkan penurunan jumlah false
negative dari 16 menjadi 1 kasus serta peningkatan jumlah pasien CKD yang berhasil diidentifikasi dari 23 menjadi 38
kasus. Pengujian menggunakan 10-Fold Cross-Validation juga memperlihatkan peningkatan dan kestabilan akurasi
setelah penerapan SMOTE, dengan rentang sekitar 96% hingga 97%. Hasil tersebut menunjukkan bahwa kombinasi
Random Forest dan SMOTE lebih efektif dibandingkan Random Forest tanpa SMOTE dalam mengenali kelas minoritas
pada dataset penelitian ini. Kontribusi penelitian ini adalah memberikan bukti empiris mengenai efektivitas SMOTE
dalam meningkatkan sensitivitas Random Forest terhadap kelas minoritas CKD dan meminimalkan kesalahan false
negative, sebagai dasar pengembangan model pendukung deteksi dini penyakit ginjal kronis. Meskipun demikian,
penelitian masih terbatas pada satu sumber dataset dan belum dilakukan pengujian menggunakan data klinis dari institusi
yang berbeda. Penelitian selanjutnya disarankan menerapkan optimasi hyperparameter, membandingkan algoritma
klasifikasi lainnya, serta melakukan validasi menggunakan dataset multi-institusi untuk meningkatkan kemampuan
generalisasi dan keandalan model dalam mendukung pengembangan sistem deteksi dini CKD.
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