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Abstrak—Penelitian ini membandingkan performa Long Short-Term Memory (LSTM) dan Temporal Fusion Transformer (TFT)
dalam memprediksi harga emas harian berbasis data multivariat. Dataset yang digunakan berasal dari Kaggle (periode 2005-2024)
dengan sepuluh variabel ekonomi utama, termasuk indeks saham, indeks dolar AS, harga minyak mentah, harga perak, dan imbal
hasil obligasi. Tahapan penelitian meliputi pra-pemrosesan data melalui interpolasi nilai hilang, clipping outlier berbasis Z-score,
normalisasi menggunakan MinMaxScaler pada data latih, serta transformasi data sesuai kebutuhan arsitektur masing-masing
model. Evaluasi kinerja dilakukan dengan empat metrik regresi, yaitu Mean Absolute Error (MAE), Root Mean Squared Error
(RMSE), R?, dan Mean Absolute Percentage Error (MAPE). Hasil menunjukkan bahwa TFT lebih unggul dibandingkan LSTM
pada seluruh metrik, dengan nilai RMSE sebesar 19,35, MAE sebesar 14,51, R? sebesar 0,9906, dan MAPE sebesar 0,74%. Uji
Diebold—Mariano (DM) menghasilkan p-value 0,02, mengonfirmasi bahwa perbedaan performa antara kedua model signifikan
secara statistik. Temuan ini menegaskan bahwa mekanisme attention dan variable selection network pada TFT berperan penting
dalam meningkatkan akurasi prediksi multivariat. Keterbatasan penelitian ini terletak pada tidak dimasukkannya variabel eksternal
non-ckonomi, seperti sentimen pasar atau faktor geopolitik, sechingga arah penelitian selanjutnya adalah integrasi faktor tambahan
dan pengembangan model hibrida untuk menghasilkan prediksi yang lebih robust.

Kata Kunci: Harga Emas; LSTM; Temporal Fusion Transformer; Prediksi Deret Waktu

Abstract—This study compares the performance of Long Short-Term Memory (LSTM) and Temporal Fusion Transformer (TFT)
in forecasting daily gold prices using multivariate data. The dataset was obtained from Kaggle (2005-2024) and includes ten key
economic variables, such as stock indices, the US Dollar Index, crude oil prices, silver prices, and 10-year Treasury yields. The
research stages consisted of data preprocessing through missing value interpolation, Z-score-based outlier clipping, normalization
with MinMaxScaler on the training set, and data transformation tailored to each model architecture. Model performance was
evaluated using four regression metrics: Mean Absolute Error (MAE), Root Mean Squared Error (RMSE), R2, and Mean Absolute
Percentage Error (MAPE). Results indicate that TFT outperforms LSTM across all metrics, achieving RMSE of 19.35, MAE of
14.51, R? of 0.9906, and MAPE of 0.74%. The Diebold—Mariano (DM) test yielded a p-value of 0.02, confirming that the
performance difference between the two models is statistically significant. These findings highlight the importance of the attention
mechanism and variable selection network in TFT for enhancing multivariate predictive accuracy. However, this study is limited
by the exclusion of non-economic external variables such as market sentiment and geopolitical factors. Future research should
incorporate additional variables and explore hybrid approaches to achieve more robust gold price forecasting.
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1. PENDAHULUAN

Emas sejak lama menjadi instrumen investasi yang sangat penting karena perannya sebagai aset lindung nilai (safe
haven). Dalam berbagai periode ketidakstabilan global, seperti krisis finansial 2008, pandemi COVID-19, hingga
gejolak geopolitik kontemporer, emas selalu menjadi pilihan utama investor untuk menjaga nilai aset mereka. Ketika
inflasi meningkat, nilai tukar melemah, atau risiko pasar finansial melonjak, permintaan terhadap emas cenderung
naik karena kemampuannya mempertahankan stabilitas nilai [1]. Selain itu, harga emas juga berkaitan erat dengan
kebijakan moneter global, dinamika pasar saham, harga komoditas energi, hingga fluktuasi nilai tukar mata uang
internasional, sehingga emas berfungsi tidak hanya sebagai aset investasi individu tetapi juga sebagai indikator penting
dalam analisis makroekonomi global.

Meskipun demikian, memprediksi harga emas bukanlah tugas yang sederhana. Pergerakan harga emas
dipengaruhi oleh interaksi berbagai faktor yang bersifat dinamis, kompleks, dan saling berkaitan. Model statistik
klasik seperti Autoregressive Integrated Moving Average (ARIMA) atau Generalized Autoregressive Conditional
Heteroskedasticity (GARCH) telah lama digunakan untuk menganalisis volatilitas harga emas. Namun, model-model
tersebut memiliki keterbatasan karena hanya mampu menangkap hubungan linier. Dalam praktiknya, ketika
dihadapkan pada data finansial yang cenderung nonlinier dan berfluktuasi tinggi, performa model tradisional
mengalami penurunan akurasi [2]. Selain itu, pendekatan statistik klasik juga kurang optimal dalam memanfaatkan
data historis jangka panjang maupun indikator makroekonomi yang beragam, padahal keduanya sangat penting dalam
menjelaskan dinamika harga emas.

Seiring berkembangnya teknologi machine learning dan deep learning, berbagai metode modern
dikembangkan untuk mengatasi keterbatasan model statistik. Long Short-Term Memory (LSTM), salah satu varian
Recurrent Neural Network (RNN), dikenal mampu menangkap pola temporal jangka panjang dan telah terbukti efektif
dalam memodelkan deret waktu finansial. Beberapa penelitian membuktikan bahwa LSTM dapat mengungguli model
linier tradisional dalam memprediksi harga emas, termasuk di pasar Indonesia [3]. Namun demikian, LSTM juga
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memiliki keterbatasan, terutama dalam hal interpretabilitas dan efisiensi ketika berhadapan dengan data multivariat
yang kompleks. Padahal, dalam konteks analisis keuangan, interpretasi model sangat penting karena pelaku pasar
tidak hanya membutuhkan hasil prediksi, tetapi juga pemahaman mengenai faktor-faktor dominan yang memengaruhi
pergerakan harga emas.

Untuk menjawab tantangan dalam prediksi harga aset finansial yang kompleks dan volatil, arsitektur deep
learning seperti Temporal Fusion Transformer (TFT) semakin banyak digunakan. TFT mengintegrasikan mekanisme
attention, gating, dan variable selection, yang tidak hanya meningkatkan akurasi tetapi juga memberikan transparansi
dalam interpretasi model. Beberapa studi telah menunjukkan keunggulan TFT dibandingkan model tradisional.
Misalnya, TFT berhasil memprediksi harga Bitcoin dengan akurasi tinggi menggunakan data historis, sentimen
Twitter, dan tren musiman [4], serta menunjukkan performa lebih baik dibandingkan LSTM dan SVR dalam prediksi
harga saham (Hu, 2021). Studi lain menggunakan arsitektur hybrid BILSTM-MTRAN-TCN-TFT dan menunjukkan
hasil prediksi yang stabil dan akurat di pasar saham Tiongkok [5]. Dalam konteks logam mulia, kombinasi model Bi-
LSTM dan analisis sentimen berbasis NLP terbukti efektif memprediksi harga emas dengan akurasi tinggi [6],
sementara pendekatan GAN dengan CNN dan GRU mampu mengatasi karakteristik non-stasioner dan bising pada
data harga logam seperti emas dan perak [7]. Selain itu, integrasi fitur-fitur seperti harga perak, indeks ketidakpastian,
dan sentimen pasar telah terbukti meningkatkan akurasi prediksi harga emas dalam kondisi pasar yang volatil [8].
Model CNN-LSTM yang memasukkan indikator ketidakpastian seperti EPU dan VIX juga memperlihatkan kinerja
prediksi yang lebih baik [9].

Dari literatur tersebut terlihat bahwa meskipun penelitian mengenai prediksi harga emas semakin berkembang,
masih terdapat celah penelitian yang belum terisi. Pertama, sebagian besar studi hanya berfokus pada satu arsitektur
model, sehingga sulit untuk menilai keunggulan relatif antar metode. Kedua, pendekatan yang digunakan banyak
bersifat univariat, dengan hanya mengandalkan data historis harga emas tanpa mengoptimalkan pemanfaatan indikator
multivariat, padahal faktor eksternal terbukti sangat berpengaruh. Ketiga, meskipun terdapat upaya mengombinasikan
deep learning dengan pendekatan lain seperti NLP atau GAN, masih jarang penelitian yang secara eksplisit
membandingkan LSTM dengan TFT pada dataset multivariat jangka panjang yang mencakup indikator pasar global.

Berdasarkan gap tersebut, penelitian ini dirancang untuk memberikan kontribusi dalam tiga aspek utama.
Pertama, penelitian ini membandingkan secara langsung kinerja LSTM dan TFT dalam memprediksi harga emas
harian berbasis data multivariat periode 2005-2024. Kedua, penelitian ini mengkaji mekanisme internal pada TFT,
khususnya attention dan variable selection network, guna menilai sejauh mana arsitektur tersebut memberikan
keunggulan interpretatif dibandingkan LSTM. Ketiga, penelitian ini diharapkan dapat memberikan wawasan
metodologis mengenai pentingnya integrasi indikator multivariat dalam membangun model prediksi harga emas yang
lebih akurat, robust, dan adaptif terhadap dinamika pasar global.

Dengan demikian, tujuan penelitian ini dapat dirumuskan sebagai berikut: (1) mengevaluasi dan
membandingkan performa model LSTM dan TFT dalam memprediksi harga emas harian berbasis data multivariat,
(2) mengidentifikasi kontribusi mekanisme interpretatif pada TFT dibandingkan LSTM, dan (3) memberikan
pemahaman mengenai peran indikator ekonomi multivariat dalam meningkatkan kualitas prediksi harga emas..

2. METODOLOGI PENELITIAN
2.1 Tahapan Penelitian

Penelitian ini dirancang melalui beberapa tahapan sistematis agar perbandingan performa model Long Short-Term
Memory (LSTM) dan Temporal Fusion Transformer (TFT) dapat dilakukan secara adil dan valid. Setiap tahapan
memiliki peran penting, mulai dari pemilihan dataset, pra-pemrosesan data untuk memastikan kualitas input, hingga
evaluasi model menggunakan metrik kuantitatif. Dengan demikian, metodologi yang digunakan tidak hanya berfokus
pada pembangunan model, tetapi juga pada upaya menjaga integritas data, mencegah data leakage, dan memastikan
bahwa hasil evaluasi benar-benar mencerminkan kinerja masing-masing model.

Eksplorasi Dataset Hra-Pemrosesan DatH Pemodelan LSTM

Pemodelan TFT Evaluasi Model

Gambar 1. Flowchart Penelitian
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Flowchart pada Gambar 1 menggambarkan alur penelitian yang dimulai dari eksplorasi dataset untuk
memahami karakteristik variabel dan distribusi data. Tahap berikutnya adalah pra-pemrosesan data, meliputi
pembersihan nilai kosong, penanganan outlier, normalisasi berdasarkan data latih, dan transformasi ke format deret
waktu. Setelah itu dilakukan pembagian data latih dan uji secara kronologis untuk menjaga urutan temporal dan
menghindari kebocoran informasi dari masa depan.

Selanjutnya, tahap pemodelan dilakukan dengan membangun dua arsitektur deep learning, yaitu LSTM dan
TFT. LSTM digunakan untuk menangkap pola temporal jangka panjang, sementara TFT digunakan untuk
memanfaatkan data multivariat secara lebih efektif dengan dukungan mekanisme atfention dan variable selection.
Tahap terakhir adalah evaluasi model, di mana performa kedua arsitektur dibandingkan menggunakan empat metrik
regresi: Mean Absolute Error (MAE), Root Mean Squared Error (RMSE), R?, dan Mean Absolute Percentage Error
(MAPE).

2.2 Dataset

Dataset yang digunakan dalam penelitian ini diperoleh dari Kaggle (lixiangwakeheart/yqyqyq), yang memuat data
harga emas harian beserta sembilan variabel ekonomi lain yang relevan terhadap pergerakan harga emas. Periode
observasi mencakup 3 Januari 2005 hingga 26 Agustus 2024, sehingga meliputi hampir dua dekade data, termasuk
fase krisis keuangan global 2008, pandemi COVID-19 pada 2020-2021, serta periode pasca-pandemi. Cakupan data
yang panjang ini memberikan peluang untuk menguji kinerja model pada berbagai rezim pasar dengan tingkat
volatilitas yang berbeda.

Variabel-variabel dalam dataset terdiri atas harga emas yang digunakan sebagai target penelitian, harga
pembukaan, harga tertinggi, harga terendah, Indeks Dolar AS, harga minyak mentah, indeks Nasdaq, harga perak,
imbal hasil obligasi pemerintah AS 10 tahun, serta indeks S&P 500. Seluruh variabel ini dipilih karena memiliki
keterkaitan langsung maupun tidak langsung dengan harga emas. Indeks saham seperti Nasdaq dan S&P 500
mencerminkan kinerja pasar ekuitas yang dalam banyak studi menunjukkan hubungan negatif terhadap emas [10].
Indeks Dolar AS mewakili kekuatan mata uang global yang historis berkorelasi negatif terhadap harga emas. Harga
minyak mentah mencerminkan dinamika pasar energi yang dapat memengaruhi inflasi, sementara harga perak sering
digunakan sebagai logam mulia substitusi yang pergerakannya cenderung searah dengan emas. Di sisi lain, imbal hasil
obligasi pemerintah AS tenor 10 tahun merepresentasikan ekspektasi pasar terhadap suku bunga dan inflasi jangka
panjang.

Dalam penelitian ini tidak dilakukan reduksi dimensi eksplisit seperti Principal Component Analysis (PCA),
karena pemilihan variabel sudah didasarkan pada relevansi teoritis dan literatur terdahulu. Dengan tetap menggunakan
variabel-variabel utama tersebut, model yang dibangun diharapkan mampu memberikan hasil yang akurat sekaligus
menjaga interpretabilitas terhadap pengaruh masing-masing faktor ekonomi.

Meskipun demikian, dataset ini juga memiliki keterbatasan. Data yang digunakan hanya mencakup sepuluh
variabel ekonomi utama dan belum mengintegrasikan faktor non-ekonomi seperti sentimen pasar, indikator geopolitik,
atau kebijakan moneter yang lebih detail. Oleh karena itu, hasil penelitian ini menitikberatkan pada evaluasi
metodologi prediksi berbasis data multivariat, sementara pengembangan lebih lanjut dapat dilakukan dengan
menambahkan variabel eksternal agar model menjadi lebih robust pada kondisi pasar yang semakin kompleks.

2.3 Pra-Pemrosesan Data

Pra-pemrosesan data merupakan tahap penting untuk memastikan kualitas input sebelum digunakan dalam pelatihan
model. Tahapan ini dilakukan secara sistematis agar model Long Short-Term Memory (LSTM) dan Temporal Fusion
Transformer (TFT) dapat dibandingkan secara adil dan pada kondisi yang seimbang.

Langkah pertama adalah pembersihan data, yang meliputi konversi kolom tanggal ke dalam format datetime,
pengubahan variabel numerik ke tipe float, serta penanganan nilai hilang menggunakan metode interpolasi linier.
Seluruh data kemudian diurutkan berdasarkan waktu untuk menjaga urutan temporal sehingga sesuai dengan
karakteristik deret waktu. Untuk mendeteksi dan mengendalikan nilai ekstrem, digunakan pendekatan Z-score yang
dikombinasikan dengan clipping, sehingga distribusi variabel tetap berada pada rentang yang wajar tanpa

menghilangkan karakteristik utama data.
Sebaran Data Train vs Test (80/20)

325001 — Train
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Gold Close (USD)
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2008 2012 2016 2020 2024
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Gambar 2. Sebaran Data Train dan Test model LSTM
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Sebaran Data Train vs Test TFT
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Gambar 3. Sebaran Data Train dan Test model TFT

Setelah data bersih, dilakukan pembagian dataset menjadi data latih dan data uji dengan proporsi 80% untuk
periode 2005-2019 dan 20% untuk periode 2020—2024 seperti pada gambar 2 dan gambar 3. Pembagian ini dilakukan
secara kronologis sesuai prinsip time series split, agar tidak terjadi kebocoran informasi dari masa depan ke dalam
data latih. Proses normalisasi fitur kemudian diterapkan dengan menggunakan MinMaxScaler. Skala dihitung hanya
berdasarkan data latih, kemudian parameter skala yang sama digunakan untuk mentransformasi data uji, sechingga
integritas temporal tetap terjaga dan tidak terjadi data leakage.

Selanjutnya, data ditransformasikan ke dalam format yang sesuai dengan masing-masing arsitektur model.
Untuk LSTM, digunakan pendekatan sliding window dengan panjang jendela 60 hari, sehingga setiap sampel input
terdiri dari urutan harga emas dan variabel ekonomi selama 60 hari terakhir, dengan target berupa harga emas pada
hari berikutnya. Sementara itu, untuk TFT data diubah ke dalam format multivariat dengan temporal encoding, yang
memungkinkan integrasi variabel statis, variabel dinamis, serta informasi waktu secara simultan.

Seluruh proses pra-pemrosesan ini dilakukan secara konsisten pada kedua model agar perbandingan kinerja
dapat dilakukan secara valid. Pendekatan ini juga membantu mengurangi risiko overfitting dengan mencegah
kebocoran informasi antar dataset dan menjaga agar distribusi data tetap stabil. Namun, keterbatasan tetap ada, antara
lain tidak dilakukan pengujian stasioneritas secara eksplisit serta belum adanya integrasi variabel eksternal non-
ekonomi seperti sentimen pasar atau faktor geopolitik, yang berpotensi memberikan pengaruh tambahan terhadap
pergerakan harga emas.

2.4 Model LSTM

Long Short-Term Memory (LSTM) merupakan arsitektur jaringan saraf dalam keluarga Recurrent Neural Network
(RNN) yang dirancang untuk mengatasi masalah long-term dependency dalam data deret waktu. LSTM efektif dalam
mengenali pola temporal jangka panjang melalui keberadaan sel memori dan mekanisme gerbang (input, forget, dan
output gates) yang memungkinkan model menyimpan informasi penting sekaligus mengabaikan informasi yang tidak
relevan [11].

Dalam penelitian ini, LSTM digunakan untuk memprediksi harga emas dengan memanfaatkan sepuluh variabel
multivariat yang mencakup harga emas (target) serta sembilan indikator ekonomi lainnya. Data yang telah
dinormalisasi dan ditransformasikan dalam bentuk sliding window sepanjang 60 hari digunakan sebagai input. Setiap
sampel input terdiri dari urutan data 60 hari terakhir, sedangkan target output adalah harga emas pada hari berikutnya.
Arsitektur model LSTM yang digunakan terdiri atas tiga lapisan LSTM dengan ukuran tersembunyi (hidden size) 64
unit pada setiap lapisan, fungsi aktivasi tanh, serta dropout sebesar 0,2 sebagai mekanisme regularisasi untuk
mengurangi risiko overfitting. Lapisan terakhir berupa dense layer dengan satu neuron output yang menghasilkan
prediksi nilai harga emas. Model dioptimasi menggunakan algoritma Adam dengan learning rate 0,001 dan batch size
32.

Untuk meningkatkan kinerja, model dilatih menggunakan strategi early stopping dengan patience selama 10
epoch untuk menghentikan proses pelatihan ketika tidak ada peningkatan signifikan pada data validasi. Pemilihan
hyperparameter dilakukan melalui grid search terbatas berdasarkan literatur terdahulu yang relevan [12];[13].
Parameter yang diuji meliputi variasi hidden size (32, 64, 128), dropout rate (0.1-0.3), dan learning rate (0.0005—
0.01). Kombinasi yang dipilih adalah yang memberikan kinerja terbaik pada data validasi. Dengan konfigurasi ini,
LSTM diharapkan mampu menangkap pola musiman, tren jangka panjang, serta hubungan nonlinier antar variabel
ekonomi. Namun, keterbatasan tetap ada, terutama pada kemampuan LSTM dalam menangani input multivariat yang
sangat kompleks dibandingkan arsitektur modern seperti TFT.

2.5 Model TFT

Temporal Fusion Transformer (TFT) merupakan arsitektur deep learning yang dikembangkan secara khusus untuk
prediksi deret waktu multivariat. Model ini menggabungkan kekuatan mekanisme attention dari Transformer dengan
jaringan saraf yang mampu menangani variabel statis, dinamis, maupun temporal. Keunggulan utama TFT terletak
pada fleksibilitas pemrosesan data multivariat, kemampuan untuk memberikan interpretabilitas melalui variable
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selection network serta attention mechanism, dan penggunaan quantile loss untuk menghasilkan prediksi probabilistik
[14].

Dalam penelitian ini, TFT digunakan untuk memodelkan harga emas berdasarkan sepuluh variabel ekonomi
yang telah melalui tahap pra-pemrosesan. Struktur input mencakup variabel target (harga emas), variabel dinamis
seperti harga pembukaan, tertinggi, terendah, indeks saham, serta variabel makroekonomi lain seperti indeks dolar,
harga minyak mentah, harga perak, dan imbal hasil obligasi. Informasi temporal seperti tanggal dan urutan waktu juga
dimasukkan sebagai time index agar model dapat mengenali pola musiman maupun tren jangka panjang. Arsitektur
TFT yang digunakan dibangun menggunakan pustaka PyTorch Forecasting dengan konfigurasi hyperparameter
sebagai berikut: hidden size 64, attention head size 4, dropout rate 0,1, max encoder length 60 (panjang jendela input
historis), max prediction length 7 (horizon prediksi jangka pendek), batch size 64, dan optimizer Adam dengan
learning rate 0,0005. Fungsi loss yang dipakai adalah Quantile Loss pada tiga kuantil (pl10, p50, p90) untuk
menghasilkan distribusi probabilistik harga emas. Strategi early stopping dengan patience 10 epoch diterapkan untuk
mencegah overfitting.

Pemilihan hyperparameter dilakukan melalui kombinasi grid search terbatas dan rujukan pada penelitian
terdahulu [15]; [16]. Parameter yang dievaluasi meliputi variasi hidden size (32, 64, 128), jumlah attention head (2—
8), dropout rate (0,05-0,3), serta panjang jendela input (max encoder length 30-90 hari). Konfigurasi akhir dipilih
berdasarkan hasil terbaik pada data validasi. Dengan konfigurasi ini, TFT dirancang untuk tidak hanya menghasilkan
prediksi titik, tetapi juga interval prediksi berbasis distribusi kuantil, sehingga dapat memberikan wawasan tambahan
mengenai ketidakpastian. Mekanisme variable selection network memungkinkan model memilih variabel yang paling
relevan di setiap titik waktu, sedangkan attention mechanism menyoroti periode historis yang paling berpengaruh
terhadap prediksi saat ini. Hal ini menjadikan TFT tidak hanya unggul dari sisi prediktif, tetapi juga lebih transparan
dalam menjelaskan kontribusi setiap variabel terhadap hasil prediksi.

2.6 Metrik Evaluasi

Evaluasi kinerja model dilakukan untuk mengukur seberapa baik model Long Short-Term Memory (LSTM) dan
Temporal Fusion Transformer (TFT) dalam memprediksi harga emas harian. Empat metrik utama regresi digunakan
dalam penelitian ini, yaitu Mean Absolute Error (MAE), Root Mean Squared Error (RMSE), R-squared (R?), dan
Mean Absolute Percentage Error (MAPE). Pemilihan keempat metrik ini bertujuan untuk memberikan gambaran yang
menyeluruh, baik dari segi akurasi rata-rata, sensitivitas terhadap kesalahan besar, kemampuan model menjelaskan
variasi data, maupun interpretasi kesalahan dalam konteks bisnis.

Mean Absolute Error (MAE) mengukur rata-rata selisih absolut antara nilai aktual dan nilai prediksi.
Rumusnya adalah:

1 o~
MAE = —¥iLily; = 9 (D

dengan n adalah jumlah sampel, yi nilai aktual, dan ¥, nilai prediksi. MAE bersifat intuitif karena menggunakan
satuan asli data (harga emas) dan tidak memberikan penalti tambahan terhadap outlier [17].

Root Mean Squared Error (RMSE) menghitung akar dari rata-rata kuadrat selisih antara nilai aktual dan
prediksi:

RMSE = /%Z:-;l(yi -9 2

Metrik ini lebih sensitif terhadap kesalahan besar dibanding MAE, karena setiap deviasi dikuadratkan. RMSE sering
digunakan pada penelitian deret waktu ketika kestabilan prediksi pada perubahan ekstrem harga sangat diperhatikan
[18].

R-squared (R?) atau koefisien determinasi digunakan untuk mengukur proporsi variasi dalam data yang dapat
dijelaskan oleh model. Rumusnya adalah:

21 0i-m)?
RZ =1- i=1\Vi™
Y i=9)? (3)
dengan y adalah rata-rata dari nilai aktual. Nilai R? mendekati 1 menunjukkan bahwa model mampu menangkap pola
data dengan sangat baik, sedangkan nilai negatif menandakan bahwa model lebih buruk dibandingkan pendekatan

baseline sederhana. R? banyak digunakan dalam literatur untuk mengevaluasi kesesuaian model prediksi finansial
[19].
Mean Absolute Percentage Error (MAPE) menyatakan kesalahan sebagai persentase dari nilai aktual:
100% M
MAPE = n e (4)

n Vi

Metrik ini memberikan interpretasi yang mudah dipahami dalam konteks ekonomi dan investasi, karena menunjukkan
rata-rata kesalahan relatif model dalam bentuk persentase [20].
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Penggunaan keempat metrik ini secara bersamaan memungkinkan evaluasi yang lebih adil dan komprehensif. MAE
dan RMSE menekankan pada akurasi numerik prediksi, R?> menilai kemampuan model menjelaskan variasi harga
emas, sementara MAPE memberikan makna praktis dalam konteks keuangan dengan mengukur kesalahan relatif.

3. HASIL DAN PEMBAHASAN

3.1 Analisis Korelasi Fitur

Sebelum membangun model prediksi, dilakukan analisis korelasi untuk mengevaluasi keterkaitan linear antara harga
emas (Gold Price) dengan variabel-variabel ekonomi lainnya. Uji korelasi ini bertujuan mengidentifikasi sejauh mana
indikator eksternal memiliki hubungan yang relevan dengan pergerakan harga emas, serta memberikan dasar awal
untuk validasi pemilihan variabel dalam model. Hasil uji korelasi disajikan pada Gambar 4 dalam bentuk matriks
korelasi.

Correlation Matrix of Financial Indicators

Gold Price 0.15

2
-
=)

DXY Index 0,46 -0.49 -0.13 -0.18

0.50

Oil Price 0.15 -0.49
0.25

Silver Price 0.00

Financial Indicators

-0.25
Bond Yield

Pearson Correlation Coefficient

NDQ -0.75

-1.00
SPX

Financial Indicators

Gambar 4. Matriks Analisis Korelasi

Gambar 4 menunjukkan bahwa harga emas memiliki korelasi positif yang kuat dengan indeks Nasdaq (0,79)
dan indeks S&P 500 (0,76). Temuan ini menarik karena secara tradisional emas sering dianggap sebagai aset safe
haven yang cenderung berkorelasi negatif dengan pasar saham. Korelasi positif pada periode pengamatan 2005-2024
mengindikasikan adanya faktor eksternal, seperti kebijakan moneter global, yang secara simultan memengaruhi
pergerakan emas dan indeks saham utama. Selain itu, harga emas juga berkorelasi positif tinggi dengan harga perak
(0,72), sejalan dengan literatur terdahulu yang menegaskan bahwa logam mulia cenderung bergerak searah karena
fungsi substitusi dan karakteristik serupa sebagai aset lindung nilai.

Sebaliknya, harga emas menunjukkan hubungan negatif yang cukup kuat dengan imbal hasil obligasi
pemerintah AS 10 tahun (-0,52). Hal ini konsisten dengan teori ekonomi, di mana kenaikan suku bunga menekan
permintaan emas karena berkurangnya daya tarik aset yang tidak memberikan imbal hasil (non-yielding asset).
Sementara itu, korelasi dengan indeks dolar AS bernilai positif sedang (0,46), berbeda dengan temuan historis yang
umumnya menunjukkan hubungan negatif. Fenomena ini dapat dijelaskan oleh kondisi tertentu ketika baik emas
maupun dolar sama-sama meningkat akibat meningkatnya permintaan global terhadap aset aman di periode krisis
[21]. Adapun harga minyak mentah hanya memiliki korelasi rendah terhadap harga emas (0,15), meskipun berkorelasi
sedang dengan harga perak (0,47), yang mencerminkan adanya keterkaitan antara pasar komoditas energi dan logam
mulia dalam situasi tertentu.

Secara keseluruhan, uji korelasi ini menegaskan bahwa variabel-variabel yang digunakan dalam penelitian
memiliki keterkaitan signifikan dengan harga emas, baik secara positif maupun negatif. Temuan ini mendukung
penggunaan data multivariat dalam membangun model prediksi, di mana keterkaitan antar variabel dapat
dimanfaatkan oleh arsitektur deep learning seperti LSTM dan TFT untuk meningkatkan akurasi peramalan.
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3.2 Hasil Evaluasi LSTM

Evaluasi performa model Long Short-Term Memory (LSTM) pada data uji diukur menggunakan empat metrik
kuantitatif, yaitu Root Mean Squared Error (RMSE), Mean Absolute Error (MAE), R-squared (R?), dan Mean
Absolute Percentage Error (MAPE). Hasil yang diperoleh adalah RMSE sebesar 26,45, MAE sebesar 20,99, R?
sebesar 0,9825, dan MAPE sebesar 1,08%. Untuk memberikan gambaran visual mengenai kesesuaian antara prediksi
model dan data aktual, hasil prediksi LSTM dibandingkan dengan harga emas aktual sebagaimana ditunjukkan pada
Gambar 3. Perbandingan Prediksi dan Aktual Model LSTM.

— Actual

Gold Close

2400 4

2200 4

2000 4

1800 4

Predicted (LSTM)

4 / W\

L/ \}\f""nlm..rc‘*{ il oV

A ([T
f{;’nﬂih’-;!‘ 'J
J

) J\l"!." P fl\laﬂ'ﬁ-dl‘v--
F.n 2 W'\\”;N\.

4, }JI’L ;(
A\\

! .,'w/ ! L\‘f"

1V

VIR
¥
] \I“'". |
“\n

.
Vad

1600 1
2021-05

T T T T T T
2023-01 2023-05 2023-09 2024-01 2024-05 2024-09

Date

T T T T
2021-09 2022-01 2022-05 2022-09

Gambar 3. Perbandingan Prediksi dan Aktual Model LSTM

Pada Gambar 3 ditampilkan deret waktu harga emas aktual dan prediksi model LSTM selama periode
pengujian. Garis berwarna biru merepresentasikan harga emas aktual (actual), sedangkan garis berwarna oranye
menunjukkan hasil prediksi dari model LSTM (predicted). Sumbu horizontal (x-axis) menunjukkan rentang waktu
dari pertengahan 2021 hingga kuartal ketiga 2024, sedangkan sumbu vertikal (y-axis) menunjukkan nilai harga emas
dalam satuan USD per troy ounce.

Secara umum, kedua garis tampak bergerak berdekatan sepanjang periode pengujian. Pada fase-fase tertentu,
terutama ketika tren harga cenderung stabil, garis prediksi hampir berhimpitan dengan garis aktual. Pada bagian lain,
terutama saat terjadi perubahan arah tren yang lebih tajam, terlihat adanya celah antara kedua garis tersebut. Misalnya,
pada periode sekitar pertengahan 2022 dan awal 2023, perbedaan antara prediksi dan aktual tampak lebih jelas,
mencerminkan adanya deviasi prediksi terhadap nilai sebenarnya.

Pola visual ini menunjukkan bagaimana model LSTM mampu mengikuti dinamika pergerakan harga emas dari
waktu ke waktu. Bagian grafik dengan jarak relatif kecil antara kedua garis memperlihatkan kesesuaian model dengan
data aktual, sedangkan jarak yang lebih lebar memperlihatkan titik-titik di mana model menghadapi kesulitan
mengikuti perubahan harga yang lebih cepat.

3.3 Hasil Evaluasi Model TFT

Evaluasi performa model Temporal Fusion Transformer (TFT) pada data uji dilakukan menggunakan empat metrik
kuantitatif, yaitu Root Mean Squared Error (RMSE), Mean Absolute Error (MAE), R-squared (R?), dan Mean
Absolute Percentage Error (MAPE). Hasil yang diperoleh adalah RMSE sebesar 19,35, MAE sebesar 14,51, R?
sebesar 0,9906, dan MAPE sebesar 0,74%. Untuk memberikan gambaran visual mengenai bagaimana model
mengikuti pergerakan harga emas aktual, perbandingan antara hasil prediksi TFT dan data aktual ditunjukkan pada
Gambar 4. Perbandingan Prediksi dan Aktual Model TFT.
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Gambar 4. Perbandingan Prediksi dan Aktual Model TFT
Gambar 4 memperlihatkan deret waktu harga emas aktual dibandingkan dengan prediksi yang dihasilkan oleh
model TFT pada periode pengujian. Garis biru merepresentasikan harga emas aktual (actual), sedangkan garis oranye
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menunjukkan hasil prediksi model TFT (predicted). Sumbu horizontal (x-axis) menunjukkan rentang waktu dari
pertengahan 2021 hingga kuartal ketiga 2024, sedangkan sumbu vertikal (y-axis) menampilkan harga emas dalam
satuan USD per troy ounce.

Secara umum, kedua garis tampak bergerak sangat berdekatan sepanjang periode pengujian. Pada banyak
bagian grafik, garis prediksi hampir berhimpitan dengan garis aktual, terutama ketika tren harga bergerak secara
konsisten dalam jangka waktu tertentu. Pola ini tampak pada fase kenaikan bertahap maupun pada fase penurunan
harga, di mana prediksi TFT mengikuti arah pergerakan harga emas dengan sangat dekat.

Meskipun demikian, pada beberapa bagian dengan fluktuasi harga yang relatif tajam, terdapat jarak kecil antara
garis prediksi dan garis aktual. Perbedaan ini terlihat misalnya pada periode pertengahan 2022, ketika harga emas
menunjukkan lonjakan yang lebih drastis dibandingkan fase sebelumnya. Walau jarak tersebut relatif kecil,
kehadirannya menunjukkan titik-titik di mana prediksi TFT tidak sepenuhnya sejajar dengan nilai aktual.

3.5 Pembahasan

Analisis korelasi antar fitur input berperan penting dalam mengidentifikasi hubungan potensial yang dapat
dimanfaatkan oleh model prediktif. Dalam penelitian ini, harga emas menunjukkan korelasi positif yang kuat dengan
indeks saham (Nasdaq dan S&P 500) serta harga perak, sementara hubungan negatif muncul terhadap imbal hasil
obligasi pemerintah AS. Hasil ini konsisten dengan studi Changani (2024), yang melaporkan bahwa indikator
makroekonomi seperti indeks dolar, harga minyak, dan tingkat inflasi memiliki keterkaitan erat dengan harga emas
[22]. Temuan Zou (2024) juga mendukung hasil ini dengan menunjukkan bahwa indeks ketidakpastian pasar (VIX)
dan nilai tukar dolar dapat digunakan sebagai sinyal prediktif jangka pendek [23]. Evaluasi kinerja model ditunjukkan
pada Tabel 2, yang memperlihatkan perbandingan performa LSTM dan TFT berdasarkan empat metrik utama.

Tabel 2. Perbandingan Evaluasi Kinerja Model LSTM dan TFT

Metrik Evaluasi LSTM TFT

MAE 20.9909 14.5073
RMSE 26.4488 19.3530
R? 0.9825  0.9906
MAPE (%) 1.08 0.74

Hasil pada Tabel 2 menunjukkan bahwa TFT unggul dalam semua metrik. Deviasi prediksi TFT lebih kecil,
ditunjukkan oleh nilai RMSE dan MAE yang lebih rendah, sementara kesalahan relatif (MAPE) juga lebih kecil. Nilai
R? TFT yang lebih tinggi menandakan kemampuannya dalam menjelaskan variasi harga emas secara lebih baik
dibandingkan LSTM.

Untuk memastikan bahwa perbedaan ini tidak hanya bersifat numerik, dilakukan uji Diebold—Mariano (DM)
dengan fungsi kerugian berupa selisih kuadrat error. Uji ini menghasilkan nilai statistik DM sebesar 6,54 dengan p-
value = 0,02 (< 0,05), sehingga hipotesis nol bahwa kedua model memiliki kinerja setara dapat ditolak. Dengan
demikian, keunggulan TFT atas LSTM signifikan secara statistik. Visualisasi hasil uji ditampilkan pada Gambar 5,
yang menunjukkan diferensial error (LSTM — TFT) beserta rata-rata bergerak 30 langkah. Posisi rata-rata diferensial
error yang cenderung positif menegaskan bahwa kesalahan prediksi LSTM lebih tinggi dibandingkan TFT sepanjang
periode uji.

Error Difference (LSTM - TFT)

8000 —— Rolling Mean (30)
o 6000F
v
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Gambar 5. Visualisasi diferensial error (LSTM — TFT)

Hasil ini sejalan dengan literatur. Hu (2021) menunjukkan bahwa TFT mampu mengurangi kesalahan prediksi
dibandingkan LSTM pada konteks pasar saham [24], sedangkan Zhang et al. (2025) melaporkan keunggulan serupa
dalam prediksi deret waktu e-commerce [25]. Keunggulan TFT dapat dijelaskan oleh mekanisme internalnya, yakni
variable selection network dan attention mechanism, yang memungkinkan model menekankan variabel paling relevan
pada setiap titik waktu serta memberi bobot lebih besar pada periode historis yang signifikan.
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Meski demikian, nilai R* TFT yang sangat tinggi (0,9906) perlu ditafsirkan dengan hati-hati. Data finansial
umumnya bersifat noisy, sehingga performa yang hampir sempurna berpotensi menandakan risiko overfitting atau
bahkan data leakage jika pra-pemrosesan tidak dikontrol secara ketat. Dalam penelitian ini, risiko tersebut
diminimalisasi melalui pemisahan data secara kronologis, normalisasi berbasis data latih, serta penggunaan teknik
regularisasi pada arsitektur model. Namun, potensi bias tetap harus diperhatikan, terutama karena TFT secara
struktural lebih kompleks dibandingkan LSTM.

Selain itu, perbandingan ini harus dipahami dalam konteks perbedaan arsitektural. LSTM merupakan jaringan
berbasis memori yang lebih sederhana dan awalnya sering diterapkan secara univariat, sedangkan TFT dirancang sejak
awal untuk data multivariat dengan dukungan mekanisme perhatian dan seleksi fitur. Dengan demikian, meskipun
TFT menunjukkan performa yang lebih baik, keunggulan tersebut juga dipengaruhi oleh desain arsitekturnya yang
lebih adaptif terhadap kompleksitas data.

Secara keseluruhan, pembahasan ini menegaskan bahwa TFT memiliki keunggulan prediktif dan interpretatif
dibandingkan LSTM. Namun, keterbatasan tetap ada, yaitu belum adanya integrasi faktor eksternal non-ekonomi
seperti sentimen pasar atau indikator geopolitik yang berpotensi memperkaya model. Arah penelitian selanjutnya
dapat mencakup eksplorasi model hibrida atau integrasi variabel alternatif untuk meningkatkan robustnes prediksi
harga emas.

4. KESIMPULAN

Penelitian ini membandingkan kinerja Long Short-Term Memory (LSTM) dan Temporal Fusion Transformer (TFT)
dalam memprediksi harga emas berbasis data multivariat periode 2005-2024. Hasil evaluasi menunjukkan bahwa
TFT unggul dalam seluruh metrik kuantitatif, dengan kesalahan prediksi lebih rendah dan kemampuan menjelaskan
variasi data yang lebih baik dibandingkan LSTM. Uji signifikansi Diebold—Mariano mengonfirmasi bahwa perbedaan
performa kedua model tidak hanya bersifat numerik tetapi juga signifikan secara statistik. Keunggulan TFT terutama
berasal dari mekanisme internalnya, yaitu attention dan variable selection network, yang memungkinkan pemanfaatan
informasi multivariat secara lebih efektif. Meski demikian, keterbatasan penelitian ini terletak pada tidak
dimasukkannya variabel eksternal non-ekonomi seperti sentimen pasar dan faktor geopolitik, yang berpotensi
memperkaya hasil prediksi. Dengan demikian, penelitian selanjutnya disarankan untuk mengintegrasikan variabel
tambahan serta mengeksplorasi pendekatan hibrida agar model prediksi harga emas menjadi lebih robust dan adaptif
terhadap dinamika pasar yang kompleks.
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